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百メートル走は９秒２９まで短縮可能？　数学者が予測　04:35 産経新聞

百メートルは９秒２９で走れるが、男子マラソンはもう限界－。ティルベルク大（ド
イツ）のオランダ人数学者、ジョン・アインマール教授がこのほど、陸上の各種世
界記録の限界値の研究成果を発表し、男子百メートルでアサファ・パウエル（ジャ
マイカ）の持つ９秒７７の記録は９秒２９まで短縮できるとの見通しを示した。
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Castillo, Hadi, Balakrishnan and Sarabia (2004) p.11–12.

The yearly oldest ages at death in Sweden during the period from

1905 to 1958 for women. （54名，101.50歳～107.90歳）
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熊本の年最大日雨量(0.1mm)，1901年から2005年．
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奈良の日降水量(0.1mm) 1961年（上）1962年（下）．
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京都の日最高気温 (単位 0.1度C)，2000年1月1日～2004年12月31日．



目標

データから，どの様な大きな値がどれくらいの確率でいつ頃出現するか知りたい．

極値理論

データすべてに適合する分布は無いが，ゆるい条件の下で，ある期間または領域で
の最大データに適合する分布や，十分大きな閾値を超過するデータに適合する分布
は存在する．

これらの分布は一般極値分布，一般パレート分布と呼ばれ，これらをデータに適合
させある長い期間（または広い領域）で，ある大きな値が平均１回出現するであろ
うと予測する事は可能．



１変量の場合の極値統計学

Colesの本の極値理論に基づく１変量データ解析法について紹介する

A. 独立で同一分布に従う１変量確率変数列に関する極値理論の基礎

B. 尤度よる推測法と実データ解析



１．はじめに

○ リスクは，一般に異常に大きな（または小さな）値が観測されたときに発生．
　観測データの平均ではなく大きな値の変動が重要．
　例えば１年間の観測データから一番大きな値のものを取り出す．
　これを何年か繰り返して収集したものを区分最大値 (block maximum)
　データという．

○ １変量の独立で同一分布の場合　（1920年代～1940年代）
　Fréchet，Fisher and Tippett，von Mises，Gnedenko 等　
　極値極限分布（極値分布）には３つの型がある．

　分布がそれらの極値分布の吸引領域に属するための必要十分条件．

○ ３つの型の極値分布を一つの式で表した分布を一般極値分布といい，区分最大
　値データの解析に適用されている．



○ ２変量への拡張　（1960年前後）
　Geffroy，Tiago de Oliveira，Sibuya 等により行われた．

○ Gumbel (1958) の本の出版により極値統計学は気象学，水文学，諸工学
　（材料，腐食，土木，建築，信頼性）に広まった．



○ 水文学の分野：“Peaks Over Threshold (POT)”法．
　十分大きな閾値を超過するデータ（水準超過値 (threshold exceedances）
　データという）が指数分布で近似出来るという事実に基づくデータ解析手法．

○ 一般パレート分布が Balkema and de Haan (1974) と Pickands (1975)

　により導出された．この一般パレート分布を水準超過値データ解析に適用する．

○ 上位 r 個のデータを用いて利用可能データを増やす
　Weissman (1978)，Smith (1986)，Tawn (1988) 等

○ 極値理論の数学的な基礎になる正則変動関数の理論
　 多変量極値分布の応用についての研究　
　 ファイナンスへの応用の研究．



２．モデルと準備

独立で同一分布に従う１変量確率変数列を考える．

X1, X2, . . . , Xn, . . .

同一分布を次の様にする：

F (x) = P (Xi ≤ x), i = 1,2, . . .

ここで，X1, X2, . . . , Xn を大きさの順に列べた順序統計量を考える：

X(1:n) ≤ X(2:n) ≤ . . . ≤ X(n:n)

極値統計量

Zn = X(n:n) = max
{
X1, X2, . . . , Xn

}
= max

1≤i≤n
Xi



○ nを大きくしていくと Zn は分布Fの上端点 x+ へ収束：

Zn → x+ = sup{x : F (x) < 1} ≤ ∞, n →∞.

○ Zn を正規化：数列 an > 0, bn ∈ R (n = 1,2, . . .) と退化していない分布
G(x) を持つ確率変数 Z が存在して，

Zn − bn

an

d→ Z, n →∞.

すなわち

P

(
Zn − bn

an
≤ x

)
→ P (Z ≤ x) = G(x).

G：極値分布(extreme value distribution)，分布 F は極値分布 G の最大値
吸引領域 (maximum domain of attraction) に属する（F ∈ MDA(G) ）．
(an, bn)：吸引係数 ．



　基本的な問題 　　　　　　　　　　　　　
(1) 極値分布 G(x) はどのような分布か？　
(2) F ∈ MDA(G) となるためのFの必要十分条件は何か？
(3) 吸引係数 an，bn はどう決めるか？

注意１．以下では最大の場合のみを議論する．

最小 Wn = min1≤i≤n Xi に関する結果は，関係式

Wn = min
{
X1, X2, . . . , Xn

}
= −max

{
−X1,−X2, . . . ,−Xn

}

より，最大の場合からすぐ得られる．例えば，最小の場合の極値分布 W は，G を
（対応する）最大の極値分布とすると W (x) = 1−G(−x) で求まる．



○ 正規化した極値統計量の分布関数：

P

(
Zn − bn

an
≤ x

)
= P (Zn ≤ anx + bn) = P

(
max
1≤i≤n

Xi ≤ anx + bn

)

= P (Xi ≤ anx + bn, i = 1,2, . . . , n)

=
n∏

i=1

P (Xi ≤ anx + bn)

= Fn(anx + bn).



○ 弱収束は分布関数の収束：

lim
n→∞Fn(anx + bn) = G(x), ∀x ∈ R.

これから，anx + bn ↑ x+ = sup{x : F (x) < 1} ≤ ∞．

○ y = anx + bn とおくと，

P (Zn ≤ y) = Fn(y) ≈ G

(
y − bn

an

)
.

○ 　X∗
i = µ + σXi，i = 1,2, . . . , n．µ ∈ R，σ > 0．

=⇒ Z∗n = max
1≤i≤n

X∗
i = µ + σ max

1≤i≤n
Xi = µ + σZn.



○ 0 < G(x) < 1 のとき，

lim
n→∞Fn(anx + bn) = G(x) ⇐⇒ lim

n→∞n[1− F (anx + bn)] = − logG(x).

　このことは，

Fn(anx+bn) =

{
1 +

−n[1− F (anx + bn)]

n

}n

→ exp
{
− lim

n→∞n[1−F (anx+bn)]
}

より明らか．ここで，次の事実を使った：

xn → x, n →∞ =⇒ lim
n→∞

(
1 +

xn

n

)n
= ex.
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極値分布

具体的な分布の極値統計量の漸近分布（極値分布）
F：分布関数，f(x)：密度関数

例１．標準指数分布 Exp(1)

F (x) = 1− e−x, f(x) = e−x, x ≥ 0.

Fn(x + logn) =
{
1− e−(x+logn)

}n
=

{
1− e−x e− logn

}n
=

{
1 +

−e−x

n

}n

→ e−e−x
= exp(− exp(−x)), n →∞. (−∞ < x < ∞).

ここで an = 1，bn = logn．



例２．パレート分布　 (α > 0)

F (x) = 1− 1

xα
, f(x) = αx−α−1, x ≥ 1.

Fn(n1/αx) =

{
1− 1

(n1/αx)α

}n

=

{
1 +

−x−α

n

}n

→ e−x−α
= exp(−x−α), n →∞. (x > 0).

ここで an = n1/α，bn = 0．



例３．ベータ分布　 (α > 0)

F (x) = 1− (1− x)α, f(x) = α(1− x)α−1, 0 ≤ x ≤ 1.

Fn(n−1/αx + 1) =
{
1− (−n−1/αx)α

}n
=

{
1 +

−(−x)α

n

}n

→ e−(−x)α
= exp(−(−x)α), n →∞. (x ≤ 0).

ここで an = n−1/α，bn = 1．



定理１． [Fréchet (1927)， Fisher and Tippett (1928)， Gnedenko

(1943);“Trinity Theorem”] 　極値分布 G(x) は次の３つの型に限る：

Λ(x) = exp(− exp(−x)), x ∈ R (Gumbel),

Φα(x) = exp(−x−α), x ≥ 0, α > 0 (Fréchet),

Ψα(x) = exp(−(−x)α), x ≤ 0, α > 0 (Weibull).

注意２． 次の式が成り立つ：　∀x ∈ R と ∀n ∈ N に対して，

Λn(x + logn) = Λ(x), Φn
α(n1/αx) = Φα(x), Ψn

α(n−1/αx) = Ψα(x).



注意３．非退化な分布 G が極値分布 ⇐⇒ ∃an > 0, bn ∈ R (n = 1,2, . . .)

s.t.

Gn(anx + bn) = G(x), ∀x ∈ R and ∀n = 1,2, . . .

この関数方程式は最大値安定性 (max-stable) と呼ばれ，この解が定理１の３つ
の極値分布になる．



３つの極値分布は，次の１つの式，von Mises-Jenkinson表現 ((1936)，(1955))

で表せる．

Gγ(x) = exp{−(1 + γx)−1/γ}, 1 + γx > 0, −∞ < γ < ∞.

分布 Gγ(x) を持つ確率変数を Z とすると：

Z = (E−γ − 1)/γ, E ∼ Exp(1); γ−1 log(1 + γZ) = Z0 ∼ Λ.

また，３つの極値分布の型との関係は：

Λ(x) = G0(x), Φα(x) = G1/α(α(x−1)), Ψα(x) = G−1/α(α(x−1)).



吸引領域

極値分布の最大値吸引領域に関する必要十分条件は次のようになる：



定理２．[Gnedenko (1943)，de Haan (1970)]

F ∈ MDA(Φα) ⇐⇒ F (x) < 1, ∀x and lim
x→∞

1− F (tx)

1− F (x)
= t−α, t > 0.

F ∈ MDA(Ψα) ⇐⇒ x+ < ∞ and lim
x↑x+

1− F (x+ − (x+ − x)t)

1− F (x)
= tα, t > 0.

F ∈ MDA(Λ) ⇐⇒ ∃ s( · ) > 0 s.t. (∗) lim
x↑x+

1− F (x + ts(x))

1− F (x)
= e−t.

(∗) =⇒
∫ x+

x
(1− F (y))dy < ∞, x < x+

=⇒ s(x) =
∫ x+

x
(1− F (y))dy/(1− F (x)) satisfies (∗).



注意４．吸引係数は次で求まる：

F ∈ MDA(Φα), F (an) = 1− 1/n, bn = 0.

F ∈ MDA(Ψα), F (x+ − an) = 1− 1/n, bn = x+.

F ∈ MDA(Λ), F (bn) = 1− 1/n, an = s(bn).



標本数が確率変数の場合

独立で同一分布に従う確率変数列 {Xi}∞i=1 の母集団分布 F は MDA(G) に属
し，標本数 N は {Xi}∞i=1 とは独立でポアソン分布 Po(λ)に従う，すなわち，

P (N = i) = e−λ λi

i !
, i = 0,1,2, . . . .

とする．

標本数が N ≥ 1 の条件の下で，ZN = max{X1, . . . , XN} の分布 FN(y) ：

FN(y) = P (ZN ≤ y |N ≥ 1) =
P (max{X1, . . . , XN} ≤ y, N ≥ 1)

P (N ≥ 1)

=
1

1− e−λ

(
e−λ{1−F (y)} − e−λ

)
.



ここで，an，bn を F の吸引係数として，y ≡ a[λ]x + b[λ]（[λ] は λ を超えな
い最大の整数）とすると，

lim
λ→∞

λ
{
1− F (a[λ]x + b[λ])

}
= lim

λ→∞
λ

[λ]
[λ]

{
1− F (a[λ]x + b[λ])

}
= − logG(x).

λ →∞ のとき

FN(a[λ]x + b[λ]) → exp(logG(x)) = G(x).

よって，

P (ZN ≤ y |N ≥ 1) ≈ G


y − b[λ]

a[λ]


 .



一般に標本数が確率変数の場合でもその期待値が十分大であれば，最大値データは
極値分布に従うとして良い．

腐食の分野：一定面積中の孔食の個数は確率変数とみなせるが，各一定面積中の最
大孔食深さデータに極値分布を適合させて解析出来る．



一般極値分布

定義１．次の分布を一般極値 (generalized extreme value)分布といい GEV(µ, σ, ξ)

（−∞ < µ < ∞，σ > 0，−∞ < ξ < ∞）で表す．

G(z) = exp

{
−

[
1 + ξ

(
z − µ

σ

)]−1/ξ
}

= Gξ

(
z − µ

σ

)
, 1+ξ(z−µ)/σ > 0.

ただし，Gξ は標準一般極値分布 GEV(0, 1, ξ) の分布関数

Gξ(z) = exp
[
− (1 + ξz)−1/ξ

]
, 1 + ξz > 0,

とする．µ は位置パラメータ，σ は尺度パラメータ，ξ は形状パラメータである．



G(z) は，
ξ < 0 のときは Weibull分布で z < µ− σ/ξ，
ξ = 0 のときは次から Gumbel分布で −∞ < z < ∞，

G0((z − µ)/σ) = lim
ξ→0

Gξ((z − µ)/σ) = exp{− exp[−(z − µ)/σ]}

ξ > 0 の場合は Fréchet分布で z > µ− σ/ξ．

一般極値分布 Gξ(z) の密度関数は，

gξ(z) =





(1 + ξ z)−1/ξ−1 exp
{
− (1 + ξ z)−1/ξ

}
, 1 + ξz > 0, ξ 6= 0,

exp
{
− z − exp(−z)

}
, −∞ < z < ∞, ξ = 0,

となる．



一般極値分布 GEV(−2.5,1,−0.4)（上限 0），GEV(0, 1, 0)，
GEV(2.5, 1, 0.4)（下限 0）の密度関数．



一般パレート分布

定義２．次の分布を一般パレート(generalized Pareto) 分布といい GP(σ, ξ)

（σ > 0，−∞ < ξ < ∞）で表す．

H(y) = 1−
(
1 + ξ

y

σ

)−1/ξ
= Hξ

(
y

σ

)
, 1 + ξy/σ > 0.

ただし，Hξ は標準一般パレート分布 GP(1, ξ) の分布関数

Hξ(y) = 1− (1 + ξy)−1/ξ, 1 + ξy > 0,

とする．σ は尺度パラメータ，ξ は形状パラメータである．



H(y) は，
ξ < 0 のときはベータ分布で 0 < y < −σ/ξ，
ξ = 0 のときは次より指数分布で 0 < y < ∞，

H0(y/σ) = lim
ξ→0

Hξ(y/σ) = 1− e−y/σ

ξ > 0 の場合はパレート分布で 0 < y < ∞．

一般パレート分布 Hξ(y) の密度関数は，

hξ(y) =





(1 + ξ y)−1/ξ−1, 1 + ξy > 0, ξ 6= 0,

exp(−y), 0 < y < ∞, ξ = 0,

となる．



一般パレート分布 GP(1, ξ)，ξ = −0.4, 0, 0.4 の密度関数．



定理３．[von Mises (1936)，Smith (1990) ]

φ(x) :=
1− F (x)

f(x)
, φ′(x) =

d

dx
φ(x)

lim
x→x+

φ′(x) = ξ =⇒ F ∈ MDA(Gξ).

証明．次の関係がある：　

d

dx
{log(1−F (x))} =

−f(x)

1− F (x)
=⇒ log(1−F (x)) = −

∫ x

x−

f(t)

1− F (t)
dt.

ただし x− = inf{x : F (x) > 0}．よって，

1− F (x) = exp

[
−

∫ x

x−

dt

[1− F (t)]/f(t)

]
= exp

[
−

∫ x

x−

dt

φ(t)

]
.



ゆえに

1− F (u + xφ(u))

1− F (u)
= exp

[
−

∫ u+xφ(u)

x−

dt

φ(t)

] /
exp

[
−

∫ u

x−

dt

φ(t)

]

= exp

[
−

∫ u+xφ(u)

u

dt

φ(t)

]
= exp

[
−

∫ x

0

ds

φ(u + sφ(u))/φ(u)

]
.

ここで u < t < u + xφ(u), 0 < s = (t− u)/φ(u) < x．また，φ が微分可能
だから，

φ(u + sφ(u))

φ(u)
= 1+

φ(u + sφ(u))− φ(u)

φ(u)
= 1+

∫ s

0
φ′(u+wφ(u))dw = 1+sφ′(y).

ただし u < y < u + xφ(u)．

1− F (u + xφ(u))

1− F (u)
= exp

[
−

∫ x

0

ds

1 + sφ′(y)

]
= exp

[
−

∫ 1+xφ′(y)

1

dt

φ′(y)t

]



( t = 1 + sφ′(y) とする)

= exp

[
− 1

φ′(y)
log(1 + xφ′(y))

]
= (1 + xφ′(y))−1/φ′(y).

ここで n[1− F (bn)] = 1，an = φ(bn) とおくと，bn ↑ x+ で φ′(bn) → ξ で
あるから，

n[1− F (bn + xφ(bn))]

n[1− F (bn)]
≈ (1 + xφ′(bn))

−1/φ′(bn),

lim
n→∞n[1− F (anx + bn)] = (1 + ξx)−1/ξ = − logGξ(x).

したがって

lim
n→∞Fn(anx + bn) = Gξ(x).

ここで，F (bn) = 1−1/n, an = [1−F (bn)]/f(bn) = n[1−F (bn)]/nf(bn) =
1/nf(bn)．2



注意５．

例３のベータ分布（上限のある連続分布）の場合は ξ = −1/α < 0．
例えば，一様分布の場合は ξ = −1．

正規分布，指数分布，ワイブル分布，ガンマ分布，対数正規分布の様に分布の右裾
が指数的に減少する連続分布の場合はξ = 0．

例２のパレート分布のように分布の右裾がベキ乗で減少する連続分布の場合は
ξ > 0．

教科書に出てくる連続分布はほとんどどれかの極値分布の吸引領域に属している．
離散分布（例えばポアソン分布等）は一般に極値分布の吸引領域には属さない．



例４．次の密度関数を持つワイブル分布を考える：

f(x) = cxc−1 exp
(
− xc

)
, x ≥ 0, c > 0.

このとき，F (x) = 1− exp(−xc) で

φ(x) =
1

cxc−1

より

φ′(x) =
1− c

cxc
→ 0, x →∞.

したがって，ワイブル分布は Gumbel分布(ξ = 0) の吸引領域に属する．



注意６．Penultimate近似：証明の中で，

n[1− F (anx + bn)] ≈ (1 + ξnx)−1/ξn, ξn = φ′(bn).

よって，

Fn(anx + bn) ≈ exp[−(1 + ξnx)−1/ξn] = Gξn(x).

Gξnによる近似の方が Gξ による近似よりも良い場合がある．これを penultimate

近似という．特に ξ = 0 の場合，ξn > 0 または ξn < 0 のとき極値分布の型が違
う．ところで，正規分布（ξ = 0）の場合に Gumbel分布への収束が遅いことを
Fisher and Tippett (1928)は注意している．Penultimate近似に関する詳し
い研究は Cohen (1982) にある．データに特定の極値分布（例えば Gumbel分
布）を適合するのではなく，一般極値分布を適合してデータからξn を推定した方
が推測精度が良くなる場合がある．



注意７．一般パレート分布による近似：証明の中で次を示した．

1− F (u + xφ(u))

1− F (u)
= [1 + xφ′(y)]−1/φ′(y), x > 0.

ここで，y = xφ(u)，σ = φ(u)とおくと，

P (X > u+y |X > u) =
1− F (u + y)

1− F (u)
=

(
1 +

φ′(y)y
φ(u)

)−1/φ′(y)
≈

(
1 + ξ

y

σ

)−1/ξ
.

すなわち，

Fu(y) = P (X − u ≤ y |X > u) ≈ 1− (1 + ξy/σ)−1/ξ = Hξ(y/σ).

F ∈ MDA(Gξ) のとき，分布 F の右裾の条件付き分布は一般極値分布 Gξ と同
じ形状パラメータ ξ の一般パレート分布 Hξ で近似できる．　



裾指数（tail index）　　

分布 F が一般極値分布 Gξ の吸引領域に属する（F ∈ MDA(Gξ)）とき，F の
右裾の条件付き分布は一般パレート分布 Hξ で近似できた．この共通のパラメー
タ ξ を F の 裾指数という．

リスクの分布が F で，その 裾指数を ξ とする．Teugels は国際統計協会（ISI，
1999）の講演で「飛行場における風速(F )」のリスクを次の様に分類した：

ξ < 0 ならば安全（リスクには上限がある）．

ξ = 0 ならば要注意（リスクには上限が無く，大きなリスクが発生する可能性が
ある）．

ξ > 0 ならば危険（リスクには上限が無く，非常に大きなリスクが発生しやすい）．



点過程による極値理論

Rd 上の確率ベクトル列 {Y i} にたいして，

N(A) :=
∑

i

IA(Y i), A ⊂ Rd,

とおく．ここで，IA は集合A の定義関数：

IA(x) =

{
1, x ∈ A,
0, x /∈ A.

（N(A) は集合 A に含まれる {Y i} の個数．）

N = N( · ) を点過程 (point process) と呼ぶ．



○ N：Poisson過程 ⇐⇒ (i) N(A) ∼Po(Λ(A))，∀A：Borel集合，(ii) 互
いに交わらないBorel集合B1，. . . ，Bn に対してN(B1)，. . . ，N(Bn) が互
いに独立．

○ 非負の測度 Λ( · )：平均値測度

　任意のBorel集合Aにたいして

Λ(A) =
∫

A
λ(y)dy

のとき，λ(y) を Poisson過程の強度と言う．

○ λ(y) =定数 のときPoisson過程は定常．



定理４． X1, X2, . . . を i.i.d. 確率変数列とし，Zn = max1≤i≤n Xi に対して
an > 0，bn ∈ R が存在して

P
{
(Zn − bn)/an ≤ z

}
→ G(z),

とする．すなわち，F ∈ MDA(G)．ただし

G(z) = exp

{
−

[
1 + ξ

(
z − µ

σ

)]−1/ξ
}

.

また，z−，z+ をそれぞれ分布 G の下，上端点とする．このとき，点過程列

Nn =
{(

i

n + 1
,

Xi − bn

an

)
: i = 1, . . . , n

}

は，任意の u > z− の領域 (0, 1)× (u, z+) で，A = [t1, t2]× (z, z+) の強
度が次で与えられるPoisson過程に収束する．

Λ(A) = (t2 − t1)
[
1 + ξ

(
z − µ

σ

)]−1/ξ
.



Point Process
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証明．A = [0, 1]× (u, z+) という領域を考える．ただし，u は十分大．Nn の
n 個の各点が A に落ちる確率 p は

p = P
{
(Xi − bn)/an > u

}
= 1− F (anu + bn) =

n[1− F (anu + bn)]

n

≈ 1

n
(− logG(u)) =

1

n

[
1 + ξ

(
u− µ

σ

)]−1/ξ
.

Xi は互いに独立であったから，Nn(A)は二項分布 B(n, p) に従う．一方，n →∞
のとき，Nn(A) は Poisson分布に収束する．

Nn(A) ∼ B(n, p)
d→ Po(np), n →∞.

ここで

np = Λ(A) =
[
1 + ξ

(
u− µ

σ

)]−1/ξ
.



時間軸に関して点過程は定常であるから，A = [t1, t2]×(u, z+)，[t1, t2] ⊂ [0, 1]

の形の領域での Nn(A) の極限分布は Po(Λ(A)) となる．ただし

Λ(A) = (t2 − t1)
[
1 + ξ

(
u− µ

σ

)]−1/ξ
.

領域 A の形と互いに交わらない集合での個数は互いに独立になる事に注意すると
定理が得られる．2



GEVモデル

Az = (0, 1)× (z, ∞) を考える．事象 {(Zn− bn)/an ≤ z} と {Nn(Az) = 0}
は等しい．よって

P
{
(Zn − bn)/an ≤ z

}
= P

{
Nn(Az) = 0

}
→ P

{
N(Az) = 0

}
= exp{−Λ(Az)}

= exp

{
−

[
1 + ξ

(
z − µ

σ

)]−1/ξ
}

.

正規化した極値統計量の極限分布は一般極値分布になる．



GPモデル

平均値測度を次の様に分解する： Λ(Az) = Λ1([t1, t2])×Λ2((z,∞))．ただし

Λ1([t1, t2]) = t2 − t1 and Λ2((z, ∞)) =
[
1 + ξ

(
z − µ

σ

)]−1/ξ
.

このとき，σ̃ = σ + ξ(u− µ) とすると

P
{
(Xi − bn)/an > z | (Xi − bn)/an > u

}

→ Λ2(z, ∞)

Λ2(u, ∞)
=

[1 + ξ(z − µ)/σ]−1/ξ

[1 + ξ(u− µ)/σ]−1/ξ
=

[
1 + ξ

(
z − u

σ̃

)]−1/ξ
.



　上位 r 個の同時漸近分布　　r(> 1)：固定

順序統計量の上位 r 個 (X(n:n), X(n−1:n), . . . , X(n−r+1:n)) の同時漸近分布

極値統計量 Zn = X(n:n) の分布が一般極値分布 GEV(µ, σ, ξ) で近似されると
き，順序統計量の上位 r 個 (X(n:n), X(n−1:n), . . . , X(n−r+1:n)) の同時分布
は，次の同時密度関数を持つ分布で近似される：

z(1) ≥ z(2) ≥ · · · ≥ z(r) として，ξ 6= 0 のとき，

fξ(z
(1), . . . , z(r)) = exp

{
−

[
1 + ξ

(
z(r) − µ

σ

)]−1/ξ
}
×

r∏

k=1

1

σ

[
1 + ξ

(
z(k) − µ

σ

)]−1/ξ−1

,

ただし，1 + ξ(z(k) − µ)/σ > 0，k = 1,2, . . . , r．



ξ = 0 のとき，

f0(z
(1), . . . , z(r)) = exp

{
− exp

[
−

(
z(r) − µ

σ

)]}
×

r∏

k=1

1

σ
exp

[
−

(
z(k) − µ

σ

)]
.

この同時密度関数を持つ分布を rGEV(µ, σ, ξ) で表す．

同時密度関数には一般極値分布と同じパラメータ (µ, σ, ξ) しか含まれていない．



強定常時系列

○ {Xi}∞i=1を周辺分布がFの強定常時系列とする：
任意の i1, . . . , inと k, n ∈ N = {1,2, . . .}に対して

(Xi1, . . . , Xin)
d
= (Xi1+k, . . . , Xin+k).

○ {X̃i}∞i=1を独立で同一分布Fに従う確率変数列とし，

Zn = max
{
X1, . . . , Xn

}
, Z̃n = max

{
X̃1, . . . , X̃n

}
,

とおく．



定理．任意の i < j < i′ < j′ に対して

max
{
Xi, . . . , Xj

}
と max

{
Xi′, . . . , Xj′

}

が i′ − j →∞のときに漸近的に独立になるならば，ある数列 an > 0，bn ∈ Rに
対して

lim
n→∞P

{
(Z̃n − bn)/an ≤ x

}
= G(x)

⇐⇒
lim

n→∞P
{
(Zn − bn)/an ≤ x

}
= Gθ(x), ∃θ ∈ (0, 1].

定理のパラメータθを極値指数 (extremal index) という．強定常時系列では，大
きな値のXiに続く値が大きくなりがちであるために，極大値の塊が生じる (clus-

tering)．この極大値の塊の平均個数は1/θになる．



データ解析

推定

F = {f(x; θ) : θ ∈ Θ}：母集団分布の統計モデル　
f(x; θ)：パラメータ θ を持つ関数形が既知の密度関数

統計モデルからの確率変数 X の n 個の確率標本を {X1, X2, . . . , Xn} とし，そ
の実現値（データ）を {x1, x2, . . . , xn} とする．

k 次元パラメータ θ = (θ1, θ2, . . . , θk) ∈ Θ ⊂ Rk の場合を考える．



最尤推定

○ 尤度関数

L(θ) =
n∏

i=1

f(xi; θ)

○ 対数尤度関数は

l(θ) =
n∑

i=1

log f(xi; θ)

○ パラメータ θ を 最尤法で推定する．次の連立方程式の解が最尤推定量：

∂l(θ)

∂θi
= 0, i = 1,2, . . . , k.



○ 一般に，最尤推定量は漸近的に最適な推定量であり，尤度が書ければ最尤推定
値を数値計算で求めることが出来る．

○ 最尤推定量（値）を θ̂ = (θ̂1, θ̂2, . . . , θ̂k) で表わす．



定理５．分布族 F についての適当な正則条件の下で最尤推定量は漸近正規推定量
になる．すなわち，n が十分大のとき

θ̂
.∼ Nk(θ, IE(θ)−1).

ここで，

IE(θ) =




e11(θ) e12(θ) · · · e1k(θ)
e21(θ) e22(θ) · · · e2k(θ)

... ... ...
ek1(θ) ek2(θ) · · · ekk(θ)


 ,

eij(θ) = E

{
− ∂2

∂θi∂θj
l(θ)

}
= nE

{
− ∂2

∂θi∂θj
log f(X; θ)

}
.

記号 .∼ は“近似的に · · · に従って分布する”を表す．

○ 行列 IE(θ) を 期待情報行列 という．



一般に，行列 IE(θ) は次の 観測情報行列 で θ = θ̂ として推定する：

IO(θ) =




− ∂2

∂θ1
2l(θ) − ∂2

∂θ1∂θ2
l(θ) · · · − ∂2

∂θ1∂θk
l(θ)

− ∂2

∂θ2∂θ1
l(θ) − ∂2

∂θ2
2l(θ) · · · − ∂2

∂θ2∂θk
l(θ)

... ... ...

− ∂2

∂θk∂θ1
l(θ) − ∂2

∂θk∂θ2
l(θ) · · · − ∂2

∂θk
2l(θ)




.

ここで，

− ∂2

∂θi∂θj
l(θ) = −

n∑

l=1

∂2

∂θi∂θj
log f(xl; θ).



応用ではパラメータ θ の値ではなくその関数 φ = g(θ) を推定したい場合がある．

特に極値統計学では分布 f(x; θ) の再現レベルと呼ばれる上側微少確率点の推定
が目的の場合が多い．

ここでは，φ ∈ R1 の場合を考える．

定理６．パラメータ θ の最尤推定量を θ̂ とし，φ = g(θ) をスカラーとする．こ
のとき，φ の最尤推定量は φ̂ = g(θ̂) となる．



定理７．（デルタ法）n が十分大のとき，パラメータ θ の最尤推定量を θ̂ とし，
その漸近分散を Vθ とする．このとき，スカラー φ = g(θ) の最尤推定量は

φ̂ = g(θ̂)
.∼N(φ, Vφ)

となる．ただし Vφ = ∇φT Vθ ∇φ で

∇φ =

[
∂φ

∂θ1
, . . . ,

∂φ

∂θk

]T

として，θ̂ で求める．



プロファイル尤度関数による推測

○ θ = (θ1, . . . , θk) の対数尤度を形式的に l(θi, θ−i) で表す．
　θ−i はパラメータ θ から θi を除いたすべての成分からなるもの．

○ パラメータ θi の プロファイル対数尤度 (profile log-likelihood)

lp(θi) = max
θ−i

l(θi, θ−i)

○ 一般化：パラメータ θ を2つの成分(θ(1), θ(2)) に分割．θ(1) は k1 次元で
　θ(2) は k − k1 次元． θ(1)のプロファイル対数尤度

lp(θ
(1)) = max

θ(2)
l(θ(1), θ(2)).



定理８．θ̂ を k 次元パラメータ θ = (θ(1), θ(2)) の最尤推定量とする．ただし，
θ(1) は θ の k1 次元の成分とする．このとき，適当な正則条件の下で，n が十
分大のとき

Dp(θ
(1)) = 2

{
l(θ̂)− lp(θ

(1))
}

.∼χ2
k1

が成立する．



応用１：信頼区間　
1次元の成分 θi に対する，近似的に信頼係数 (1− α) の信頼区間

{
θi : Dp(θi) ≤ χ2

1(α)
}

=
{
θi : max

θ−i

l(θi, θ−i) ≥ l(θ̂)− χ2
1(α)/2

}

χ2
1(α) は χ2

1 分布の上側 α確率点である．

応用２：モデル選択
パラメータ θ のモデルを M1 とし，この部分モデルの M0 は θ の k1 個の成
分を制約した（例えば 0 とおいた）ものとする．パラメータを θ = (θ(1), θ(2))

と分割．モデルM0 では最初の k1 次元の成分は 0．ここで Dp(θ(1)) > χ2
k1

(α)

のとき有意水準 α でモデルM1 を採用する．



モーメント法とPWM法

これらの方法により得られた推定量は漸近的な精度には問題がある．また，分布の
パラメータが時間と共に変化するというような構造を入れた場合の推定が困難．し
かし，最尤推定値を求める際のニュートン法の初期値として用いられることがある．

モーメント法　 分布 F (x; θ) を持つ確率変数 X のモーメント（E(Xp) または
V (X) で θ の関数になる）とデータのモーメントが等しいとおいて，パラメータ
θ の推定値を作る．2次元のパラメータの場合は，次の平均 x と分散 s2 が用い
られることが多い：

x =
1

n

n∑

i=1

xi, s2 =
1

n

n∑

i=1

(xi − x)2.



PWM法　分布 F (x) = F (x; θ)を持つ確率変数 X の確率加重積率 (probability-

weighted moment，PWM) は，実数 p，r，s に対して

Mp, r, s = E [Xp{F (X)}r{1− F (X)}s] =
∫ 1

0
(F−1(u))pur(1− u)sdu

で定義される．

この推定法は分布関数の逆関数が陽に求まるとき使える．PWM M1, r, s を用い
ると通常のモーメント法の場合よりもパラメータとモーメントの関係が簡単になる
場合がある．式 ur(1− u)s は u または 1− u のベキ乗の線形結合で表せるから
M1, r, 0 または M1, 0, s を用いればよい．

αr := M1, r, 0 = E [X{F (X)}r] , r = 0,1,2, . . .

βs := M1, 0, s = E [X{1− F (X)}s] , s = 0,1,2, . . .

を考える．r = s = 0 のときは α0 = β0 = E(X)．　



αr，βs の推定：x(1) ≤ x(2) ≤ · · · ≤ x(n)をデータの順序統計量として

ar =
1

n

n∑

i=1

(i− 1)(i− 2) · · · (i− r)

(n− 1)(n− 2) · · · (n− r)
x(i), r = 1,2, . . .

bs =
1

n

n∑

i=1

(n− i)(n− i− 1) · · · (n− i− s + 1)

(n− 1)(n− 2) · · · (n− s)
x(i), s = 1,2, . . .

または，（ただし γ と δ は適当な定数）

α̂r =
1

n

n∑

i=1

pr
i,n x(i), r = 0,1, . . .

β̂s =
1

n

n∑

i=1

(1− pi,n)
sx(i), s = 0,1, . . .

pi,n =
i + γ

n + δ
, i = 1,2, . . . , n.



モデル診断

○ 推測結果は適合したモデルに依存する．モデルの適合を調べる必要がある．推
測に用いたデータの適合をみてモデルの妥当性を判断する．

○ {x1, x2, . . . , xn}：未知の母集団分布 F からの n 個のデータ　
　　　　　　 　x(1) ≤ x(2) ≤ · · · ≤ x(n)：順序統計量
　 F̂：統計モデルの下でFを（例えば最尤法で）推定したもの

定義３．分布 Fの経験分布関数 は，

F̃ (x) =
1

n + 1

n∑

i=1

I(−∞, x](xi)

である．
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標準指数分布H0，GP(1, 0)，の経験分布関数．



定義４．確率プロット (probability plot，PP plot) は，次の点をプロットした
ものである：

{(
F̂ (x(i)),

i

n + 1

)
: i = 1, . . . , n

}
.

定義５．確率点プロット (quantile plot，QQ plot) は次の点をプロットしたも
のである：

{(
F̂−1

(
i

n + 1

)
, x(i)

)
: i = 1, . . . , n

}
.

ここで，F̂−1(i/(n +1))，x(i) ともに F の i/(n +1) 確率点の推定値である．



極値理論の下での推測

一般極値（GEV)モデル

区分最大値データ {z1, z2, . . . , zn} に一般極値分布 GEV(µ, σ, ξ)，

G(z) = exp

{
−

[
1 + ξ

(
z − µ

σ

)]−1/ξ
}

= Gξ

(
z − µ

σ

)
, 1+ξ(z−µ)/σ > 0,

を適合させる場合の推測．

極値統計学では，パラメータ (µ, σ, ξ) の直接の推定よりも，次の極値分布の上側
（微少）確率点の推定が目的の場合が多い．



一般極値分布 GEV(µ, σ, ξ) の 1− p 確率点 zp，すなわち

Gξ

(
zp − µ

σ

)
= 1− p

は次のように表される：

zp =





µ + σ
[{
− log(1− p)

}−ξ − 1
]/

ξ, ξ 6= 0,

µ + σ
[
− log

{
− log(1− p)

}]
, ξ = 0.

この確率点 zp は再現期間 (return period) 1/p の 再現レベル(return level)

という．例えば年最大値データを扱うとき，再現期間 1/p = 200 年の再現レベ
ル z1/200 は 200年に平均1度現れる様な（大きな）値と解釈できる．

一般に p ¿ 1/n の場合を考える．これはデータの存在しない領域の推測（外挿）
になる．



yp = − log(1− p) とおくと，

zp =





µ + σ
(
y
−ξ
p − 1

)/
ξ, ξ 6= 0,

µ + σ
(
− log yp

)
, ξ = 0,

となる．このとき
{
(− log yp, zp); 0 < p < 1

}

をプロットしたものを再現レベルプロット (return level plot) という．
再現レベルプロットは，ξ < 0 のときは凹 (concave) で p → 0 (− log yp →∞)

のとき上限 µ − σ/ξ に近づく，ξ = 0 のときは直線で，ξ > 0 のときは凸
(convex) で p → 0 のとき ∞ に発散する．



GEV(0, 1, ξ)，ξ = −0.2, 0, 0.2 の再現レベルプロット．



最尤法　　GEV(µ, σ, ξ)

対数尤度：　ξ 6= 0 のとき

l(µ, σ, ξ) = −n logσ − (1 + 1/ξ)
n∑

i=1

log

[
1 + ξ

(
zi − µ

σ

)]
−

n∑

i=1

[
1 + ξ

(
zi − µ

σ

)]−1/ξ

,

1 + ξ(zi − µ)/σ > 0, i = 1, . . . , n,

ξ = 0 のとき

l(µ, σ) = −n logσ −
n∑

i=1

(
zi − µ

σ

)
−

n∑

i=1

exp
{
−

(
zi − µ

σ

)}
.

対数尤度を最大にする最尤推定値 (µ̂, σ̂, ξ̂) または (µ̂, σ̂) を求める．



GEV(µ, σ, ξ)　　 期待情報行列 (Prescott and Walden, 1980)：　

n

σ2ξ2




ξ2p −ξ
{
p− 2Γ(2 + ξ)

}
σξ

(
q − p

ξ

)

” 1− 2Γ(2− ξ) + p σ

[
1− γ +

1− Γ(2 + ξ)

ξ
− q +

p

ξ

]

” ” σ2


π2

6
+

(
1− γ +

1

ξ

)2

− 2q

ξ
+

p

ξ2







ただし (µ, σ, ξ) の順で，Γ( · ) はガンマ関数，Ψ(r) = d logΓ(r)/dr でp =

(1+ξ)2Γ(1+2ξ)，q = Γ(2+ξ){Ψ(1+ξ)+(1+ξ)/ξ}，γ = 0.5772157...

Euler の定数．



○ 分布族 {GEV(µ, σ, ξ), −∞ < µ < ∞, σ > 0, −∞ < ξ < ∞}：正則条件
を満たしていない．

○ しかし，ξ > −0.5 の場合は最尤推定量は一致推定量で漸近正規性を持ち漸近
有効推定量になる（Smith, 1985）．

○ 応用上 ξ ≤ −0.5 となることは稀で，特に自然現象では −0.5 < ξ < 0.5 と
なることが多いと言われている．

○ パラメータの推定は最尤法で行えばよい．

○ 各最尤推定値の標準誤差の推定値は観測情報行列から求めることが出来る．こ
れから，(µ, σ, ξ) の各パラメータの信頼区間を求める．



○ 再現レベル zp の最尤推定値は yp = − log(1− p)として，

ẑp =





µ̂ + σ̂
{
y
−ξ̂
p − 1

}/
ξ̂, ξ̂ 6= 0,

µ̂ + σ̂
{
− log yp

}
, ξ̂ = 0.

　デルタ法より，分散は V (ẑp) ≈ ∇zT
p V ∇zpとなる．

ここで V は(µ̂, σ̂, ξ̂)の分散共分散行列で

∇zT
p =

[
∂zp

∂µ
,

∂zp

∂σ
,

∂zp

∂ξ

]

=
[
1, (y−ξ

p − 1)/ξ, σy−ξ
p (− log yp)/ξ − σ(y−ξ

p − 1)/ξ2
]

を(µ̂, σ̂, ξ̂)で求める．



○ ξ̂ < 0の場合は 分布の上端点 z0 = µ− σ/ξ の推定

ẑ0 = µ̂− σ̂/ξ̂

が重要．この場合は

∇zT
p =

[
1, −1/ξ, σ/ξ2

]

となる．



○ 一般に，ξ や zp の信頼区間はプロファイル尤度から求めた方が精度が良い．

○ 形状パラメータ ξ のプロファイル尤度は，ξ = ξ0として l(µ, σ, ξ0) を µ と
σ に関して最大化して求めればよい．

ξ の近似的に信頼係数 95% の信頼区間は　
{
ξ : 2

{
l(µ̂, σ̂, ξ̂)−max

µ, σ
l(µ, σ, ξ)

}
≤ χ2

1(0.05) = 3.841
}

=
{
ξ : max

µ, σ
l(µ, σ, ξ) ≥ l(µ̂, σ̂, ξ̂)− 1.921

}

となる．



○ 再現レベル zp のプロファイル尤度を求めるために，

µ = zp − σ
[
y−ξ
p − 1

]
/ξ

から，パラメータ(µ, σ, ξ)を(zp, σ, ξ)へ変える．このとき，対数尤度は

l(zp, σ, ξ) = −n logσ−(1+1/ξ)
n∑

i=1

log

[
y−ξ

p + ξ

(
zi − zp

σ

)]
−

n∑

i=1

[
y−ξ

p + ξ

(
zi − zp

σ

)]−1/ξ

と表される．これから，zp の近似的に 95% の信頼区間は
{
zp : 2

{
l(ẑp, σ̂, ξ̂)−max

σ, ξ
l(zp, σ, ξ)

}
≤ χ2

1(0.05)
}

=
{
zp : max

σ, ξ
l(zp, σ, ξ) ≥ l(ẑp, σ̂, ξ̂)− χ2

1(0.05)/2
}

となる．



PWM法

次の PWM を考える (Hosking et al., 1985)：

αr := M1, r, 0 = E [X{G(X)}r] , r = 0,1,2, . . .

一般極値分布の逆関数は，

G−1(u) =

{
µ + σ

{
(− logu)−ξ − 1

}
/ξ, ξ 6= 0,

µ + σ log(− logu), ξ = 0,

で，ξ 6= 0 のとき PWM は，

αr =
∫ 1

0
G−1(u)urdu =

µ + σ
{
(r + 1)ξΓ(1− ξ)− 1

}
/ξ

r + 1
, ξ < 1.



これから




α0 = µ + σ
{
Γ(1− ξ)− 1

}
/ξ,

2α1 − α0 = σ(2ξ − 1)Γ(1− ξ)/ξ,

(3α2 − α0)/(2α1 − α0) = (3ξ − 1)/(2ξ − 1).

1，2番目の式から，

σ =
(2α1 − α0) ξ

Γ(1− ξ)(2ξ − 1)
, µ = α0 +

σ
{
1− Γ(1− ξ)

}

ξ
.

3番目の式で，−1/2 < ξ < 1/2 のとき

ξ = 7.8590 c− 2.9554 c2, c =
log2

log3
− 2α1 − α0

3α2 − α0

とすれば，その誤差は 0.0009以下．



データの順序統計量を z(1) ≤ z(2) ≤ · · · ≤ z(n) とするとき，

α̂r =
1

n

n∑

i=1

(
i− 0.35

n

)r
z(i), r = 0,1,2

で PWM’s の αr, r = 0,1,2 を推定．これらを用いて PWM 推定量 ξ̂∗，σ̂∗，
µ̂∗ が得られる．例えば，

ξ̂∗ = 7.8590 c− 2.9554 c2, c =
log2

log3
− 2α̂1 − α̂0

3α̂2 − α̂0
,

である．



検定問題

次の検定を考える：

H0 : ξ = 0 vs. H1 : ξ 6= 0

極値データ {z1, z2, . . . , zn} がGumbel分布からの標本と見なせるかどうかの検
定．

PWM 推定量 ξ̂∗ は H0 : ξ = 0 の下で漸近的に正規分布 N(0, 0.5633/n) に
従うから，

ξ̂∗√
0.5633/n

.∼ N(0, 1).



漸近的に有意水準 10% の検定は
∣∣∣∣ ξ̂∗

/ √
0.5633/n

∣∣∣∣ > 1.645 ⇐⇒ H0 reject

となる．Hosking et al. (1985) のシミュレーション実験によると，この検定方
式の結果は良好である．

Hosking (1984) は，この検定問題に関して種々の検定法の検出力をシミュレー
ション実験で調べた結果，Bartlett修正をした尤度比検定がベストであったと述
べている．



モデル診断

GEVモデルでは F ∈ MAD(Gξ)を仮定するが，これをデータから検証すること
は出来ない．

モデルとデータが適合しているかどうかに関する以下の様な診断を行う必要はある．
　

確率プロット
{(

Ĝ(z(i)),
i

n + 1

)
: i = 1, . . . , n

}

ここで，

Ĝ(z(i)) = exp




−

[
1 + ξ̂

(
z(i) − µ̂

σ̂

)]−1/ξ̂




.



確率点プロット
{(

Ĝ−1
(

i

n + 1

)
, z(i)

)
: i = 1, . . . , n

}

ここで，

Ĝ−1
(

i

n + 1

)
= µ̂ + σ̂




{
− log

(
i

n + 1

)}−ξ̂
− 1




/
ξ̂.

再現レベルプロット 0 < p < 1 に対して，ẑp を再現レベル zp の最尤推定値と
して

{
(− log yp, ẑp) : 0 < p < 1

}

データのヒストグラムと推定した密度関数を描いた図もモデル診断に利用できる．



問題点

　区分最大法 (block maximum method)

「ブロックの大きさをどう決めるか?」
　ブロックを小さくすると利用データ数は多くなり，分散は小さくなるが一般極値
分布への適合は悪くなり偏りは大きくなる．
　ブロックを大きくすると利用データ数は少なくなり，一般極値分布への適合は良
くなり偏りは小さくなるが分散は大きくなる．

　ブロックの大きさはこれらの事を考慮し現実に応じて決める必要がある．

　この方法には最大値データのみを用いることから「それ以外のデータの情報を用
いない」という欠点と，一般に「データ数が少ない」という問題がある．



非定常の場合の極値　パラメータが時間に依存するモデル

GEVモデル

Zt ∼ GEV(µ(t), σ(t), ξ(t)), t = 1,2, . . . , m.

ここで，たとえばµ(t)として

µ(t) = β0 + β1t または µ(t) = β0 + β1t + β2t2

等を，また σ(t)については

σ(t) = exp(β∗0 + β∗1t)

を考える．

パラメータが他の変量に依存する（共変量）モデルも同様に考えられる．



推測

GEVモデル

Zt ∼ GEV(µ(t), σ(t), ξ(t)), t = 1,2, . . . , m.

µ(t)，σ(t)，ξ(t)は上の様に表されているとし，すべてのパラメータをβとする．

尤度は

L(β) =
m∏

t=1

1

σ(t)
gξ(t)

(
zt − µ(t)

σ(t)

)
.

gξ(z)はGEV(0, 1, ξ)の密度関数．

尤度関数をβに関して最大化し最尤推定値 β̂を求める．



２つのモデルに M0 ⊂M1 の関係があるとき，漸近的に

2
{
l1(M1)− l0(M0)

} ·∼ χ2
k1

となる．ただし li(Mi)はモデルMi (i = 0, 1) の下での最大対数尤度で，k1は
モデルM1とM0のパラメータの次元の差である．

直感的にパラメータが1個増えたとき対数尤度が2以上増えればそのパラメータは
有意である．



モデル診断　　GEVモデル

Zt ∼ GEV(µ(t), σ(t), ξ(t)), t = 1,2, . . . , m,

このとき

Z0 =
1

ξ(t)
log

{
1 + ξ(t)

(
Zt − µ(t)

σ(t)

)}
∼ GEV(0, 1, 0) : 標準Gumbel分布

P (Z0 ≤ z) = G0(z) = exp(− exp(−z)), −∞ < z < ∞.

ここで，z1, z2, . . . , zm を観測値として，µ̂(t)，σ̂(t)，ξ̂(t)を最尤推定値 β̂から
求めたものとすると

z̃t =
1

ξ̂(t)
log

{
1 + ξ̂(t)

(
zt − µ̂(t)

σ̂(t)

)}
, t = 1, 2, . . . , m

は標準Gumbel分布からのデータと見なせる．これらを大きさの順に並べたものを

z̃(1) ≤ z̃(2) ≤ · · · ≤ z̃(m)



とする．

確率プロットは，
{(

G0(z̃(i)),
i

m + 1

)
: i = 1, . . . , m

}

となる．ただし

G0(z(i)) = exp(− exp(−z̃(i))).

確率点プロットは
{(

G−1
0

(
i

m + 1

)
, z̃(i)

)
: i = 1, . . . , m

}

となる．ただし

G−1
0

(
i

m + 1

)
= − log(− log(i/(m + 1))).



確率プロットはGumbel分布の選択に関して不変であるが，確率点プロットはそ
うではない．



データ解析例１
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The yearly oldest ages at death in Sweden during the period from
1905 to 1958 for women. （５４名，101.50歳～107.90歳）．



データに一般極値分布を適合して解析する．

最尤法でパラメータを推定：
最大対数尤度 −95.904

最尤推定値とその標準誤差

µ̂ = 103.966 (0.209), σ̂ = 1.3834 (0.147), ξ̂ = −0.221 (0.0886).

ξの推定値が負である．このとき分布の上限は

µ̂− σ̂/ξ̂ = 103.966 + 1.3834/0.221 = 110.226

と推定される．ちなみにデータの最大値は107.90．
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データ解析の診断．
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データ解析例２

大阪の1900年から1999年までの百年間の年最大風速(m/s)データ（大阪管区気
象台編 (1982)，石原他 (2002)）をGEVモデルで解析する．

気象データに関しては観測基準や観測機器が変わっていることがあるが，ここでは
これらの影響を無視する．

気象データ等の品質に関しては木下武雄 (2004) を参照．
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大阪の年最大風速(m/s)，1900年～1999年．
データの最大値は33.3(m/s)．



一般極値分布GEV(µ, σ, ξ)を適合させる．

最尤推定値は (µ̂, σ̂, ξ̂) = (15.349, 2.550, 0.111)，最大対数尤度は−257.78

で，分散共分散行列は

V =




0.08235 0.03024 −0.00686
0.03024 0.04703 −0.00231

−0.00686 −0.00231 0.00567




となった．この行列の対角成分が (µ̂, σ̂, ξ̂) の分散である．

位置パラメータの年への回帰モデル µ = β0 + β1年 を調べて見た．この場合の
最大対数尤度は−257.352．また，µ，σ共に年に依存するモデルも調べてみたが
最大対数尤度はほとんど増えなかった．したがって，このデータでは µ，σとも年
に依存しないとみなせる．
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図５　大阪の年最大風速データ解析の診断．



大阪の年最大風速では ξ̂ = 0.111 > 0 で Fréchet分布が適合する．

ξ の95%信頼区間は，最尤推定量の漸近正規性より

ξ ∈ 0.111± 1.96
√

0.00567 = [−0.037, 0.259].

プロファイル尤度に基づく95%信頼区間は 図６より [−0.021, 0.274]．

プロファイル尤度に基づく信頼区間は右にずれている．
一般にプロファイル尤度に基づく信頼区間の方が精度が良い．
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図６　大阪の年最大風速の形状パラメータξ のプロファイル尤度．
ξ̂ = 0.111 > 0，95%信頼区間は [−0.021, 0.274]． （[−0.037, 0.259]）



再現期間200年の再現レベルz1/200の最尤推定値は33.74 で，漸近正規性に基づ
く95%信頼区間は

z1/200 ∈ ẑ1/200 ± 1.96
√
∇zT

1/200V ∇z1/200 = [25.75, 41.73].

プロファイル尤度に基づく95%信頼区間は図７より [28.29, 46.90]．

プロファイル尤度に基づく信頼区間は右にずれている．
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図７　大阪の年最大風速の200年再現レベルのプロファイル尤度．
ẑ1/200 = 33.74，95%信頼区間は [28.29, 46.90]． ([25.75, 41.73]）



データ解析例３

Kumamoto
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熊本の年最大日雨量(0.1mm)，1901年から2005年．



非定常のGEVモデル

Zt ∼ GEV(µ(t), σ(t), ξ), t = 1,2, . . . , m.

次のモデルを考えパラメータを最尤法で推定．
モデル1：µ(t) = µ, σ(t) = σ.

モデル2：µ(t) = β0 + β1t, σ(t) = σ.

モデル3：µ(t) = β0 + β1t + β2t2, σ(t) = σ.

モデル4：µ(t) = β0 + β1t, σ(t) = exp(β2 + β3t).

モデル5：µ(t) = β0 + β1t + β2t2, σ(t) = exp(β3 + β4t).



これらのモデルの下での最大対数尤度は次の様になった．

モデル1： −578.204　　パラメータ３個　　 χ2
1(0.05) = 3.841 　

モデル2： −576.973　　パラメータ４個　　 χ2
2(0.05) = 5.991

モデル3： −576.527　　パラメータ５個
モデル4： −573.376　　パラメータ５個
モデル5： −573.290　　パラメータ６個

これからモデル4が選ばれる：すなわち熊本のデータでは

µ̂(t) = 123.85 + 23.33t, σ̂(t) = exp(3.820 + 0.377t), ξ̂ = 0.112.

ただし t = (year − 1953)/52，と考えられる．
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モデル1の診断：熊本の年最大日雨量，1901年から2005年．
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一般パレート(GP)モデル

水準超過値データ {y1, y2, . . . , yn} に一般パレート分布 GP(σ, ξ)

H(y) = 1−
(
1 + ξ

y

σ

)−1/ξ
= Hξ

(
y

σ

)
, 1 + ξy/σ > 0,

を適合させる場合の推測．



一般パレート分布の性質

○ Y ∼ GP(σ, ξ)

　ξ < 1 で平均は存在

E(Y ) =
∫ y+

0
(1−H(y))dy =

∫ y+

0

(
1 + ξ

y

σ

)−1/ξ
dy =

σ

1− ξ
.

ただし，y+ = sup{y : H(y) < 1}．

　ξ < 1/2 のとき分散は存在

V (Y ) =
σ2

(1− ξ)2(1− 2ξ)
.



○ U ∼ U(0, 1) を一様分布とすると
(
1 + ξ

Y

σ

)−1/ξ

= U =⇒ 1

ξ
log

(
1 + ξ

Y

σ

)
= − logU, Y =

σ(U−ξ − 1)

ξ
.

この式は一般パレート分布の平均，分散，情報量等を計算するとき有用．

○ Y − v |Y > v ∼GP(σ + ξv, ξ)　(v > 0)　
　これは次から明らか，

P (Y − v > y |Y > v) =
1−H((y + v)/σ)

1−H(v/σ)
=

(
1 + ξ(y + v)/σ

)−1/ξ

(
1 + ξv/σ

)−1/ξ

=

(
1 + ξ

y

σ + ξv

)−1/ξ

.



○ e(v) = E(Y − v |Y > v)：Y の 平均超過 (mean excess) 関数

○ ẽ(v)：Y の メジアン超過 (median excess) 関数

P (Y − v ≤ ẽ(v) |Y > v) = 1/2

○ Y − v |Y > v ∼ GP(σ + ξv, ξ) より

e(v) =
σ + ξv

1− ξ
=

σ

1− ξ
+

ξ

1− ξ
v,

ẽ(v) =





σ(2ξ − 1)/ξ + (2ξ − 1)v, ξ 6= 0,

σ log 2, ξ = 0.



最尤法　　GP(σ, ξ)

対数尤度：　ξ 6= 0 のとき

l(σ, ξ) = −n logσ − (1 + 1/ξ)
n∑

i=1

log(1 + ξ yi/σ),

1 + ξ yi/σ > 0, i = 1,2, . . . , n,

ξ = 0 のとき

l(σ) = −n logσ − 1

σ

n∑

i=1

yi.

対数尤度を最大にする最尤推定値 (σ̂, ξ̂) または σ̂ を求める．



○ ξ > −0.5 の場合は最尤推定量が漸近有効推定量になる(Smith, 1985)．

　すなわち，ξ > −0.5 のとき，最尤推定量 (σ̂, ξ̂) は漸近有効で，漸近的に平均
(σ, ξ) で分散共分散行列

V =
1

n

(
2σ2(1 + ξ) −σ(1 + ξ)
−σ(1 + ξ) (1 + ξ)2

)

の２変量正規分布に従う．

　応用上 ξ ≤ −0.5 となることは稀で，パラメータの推定は最尤法で行えばよい．

○ 最尤推定値の分散共分散行列は観測情報行列から求めた方が精度が良い．これ
を用いて信頼区間を構成することができる．



○ {x1, x2, . . . , xno} を未知の母集団分布 F からの no 個のデータとする．こ
のとき分布 F が適当な条件を満たせば，十分な大きな閾値 u 以上の水準超過値
データ yi = x[i] − u，i = 1,2, . . . , nuは一般パレート分布 GP(σ, ξ) に従うと
みなせる．そこで，閾値 u が求まれば上で述べた最尤法でパラメータを推定すれ
ばよい．

○ Smith (1987) は仮定 F ∈ MDA(Gξ) の下で，水準値超過データに基づく
分布 F の裾指数（と上端点，ξ < 0 の場合）の推定精度についてξ > 0，ξ = 0

と ξ < 0 の場合に分けて詳しい議論をしている．



m観測再現レベル

一般パレート分布のパラメータ (σ, ξ) の直接の推定よりも，次の GP(σ, ξ) に
基づく上側（微少）確率点の推定が目的の場合が多い．

十分大きな u に対して，条件つき確率変数 X − u |X > u の分布が一般パレー
ト分布 GP(σ, ξ) に従うとする．すなわち，

P (X > x |X > u) =
[
1 + ξ

(
x− u

σ

)]−1/ξ
, x > u.

このとき，

P (X > x) = ζu

[
1 + ξ

(
x− u

σ

)]−1/ξ
,

ただし，ζu = P (X > u)．



○ xm：m 個のデータで平均 1 回超えられるレベル

ζu

[
1 + ξ

(
xm − u

σ

)]−1/ξ
=

1

m

より

xm = u +
σ

ξ

[(
mζu

)ξ
− 1

]
.

ξ = 0 のときは，

xm = u + σ log(mζu).

m は xm > u となる十分大きな数．
xm：m観測再現レベル(m-observation return level)



○ m観測再現レベルプロット
{
(logm, xm); xm > u

}

m観測再現レベルプロットは，ξ < 0 のときは凹で，ξ = 0 のときは直線で，
ξ > 0 のときは凸になる．

○ 自然データを扱う場合はN年再現レベルを考えた方がよい．１年に ny 個観測
する場合は m = N × ny．この場合の N年再現レベルは

zN =





u + σ

[(
Nnyζu

)ξ − 1
]/

ξ, ξ 6= 0,

u + σ log
(
Nnyζu

)
, ξ = 0.

σ，ξ，ζu の推定値が必要．σ と ξ は最尤推定値を用い，ζ̂u = n/noとすれば良い．



閾値 u を超える数は二項分布 B(no, ζu) に従うから ζ̂u は最尤推定値でその分
散は

V (ζ̂u) ≈ ζ̂u(1− ζ̂u)/no

となる．したがって，(ζ̂u, σ̂, ξ̂) の分散共分散行列は近似的に

V ∗ =

[
ζ̂u(1− ζ̂)/no 0T

0 V

]
.

ここで，0T = (0, 0)で，V は(σ̂, ξ̂)の分散共分散行列．



これを用いるとデルタ法から x̂mの分散を次の様に求めることが出来る：

V (x̂m) ≈ ∇xT
m V ∗∇xm.

ただし

∇xm =




∂xm
∂ζu
∂xm
∂σ

∂xm
∂ξ


 =




σmξζ
ξ−1
u{

(mζu)ξ − 1
}
/ξ

σ(mζu)ξ log(mζu)/ξ − σ{(mζu)ξ − 1}/ξ2




で，(ζ̂u, σ̂, ξ̂)で求める．



○ m観測再現レベルの精度の良い信頼区間を求めるにはプロファイル尤度を考え
る必要がある．そのためにxmの定義式から

σ =





(xm − u)ξ

(mζu)ξ − 1
, ξ 6= 0,

xm − u

log(mζu)
, ξ = 0,

として，対数尤度 l(xm, ξ)を考える．xmを固定してmaxξ l(xm, ξ)を求めれば
よい．ここで，応用上ζuのバラツキは小さいので簡単のために無視している．



モーメント法　　GP(σ, ξ)

ξ < 1/2 のとき，モーメント推定値は

σ

1− ξ
= y,

σ2

(1− ξ)2(1− 2ξ)
= s2

から

σ̂M =
1

2
y(y2/s2 + 1), ξ̂M =

1

2
(1− y2/s2).

ただし　y と s2 はそれぞれ平均と分散．



PWM法

次の PWM を考える (Hosking et al., 1987)：

βs = M1,0, s = E[Y {1−H(Y )}s] =
∫ 1

0
H−1(u)(1−u)sdu =

σ

(s + 1)(s + 1− ξ)
.

ただし ξ < 1．このとき，s = 0, 1 を用いて

β0 =
σ

1− ξ
, β1 =

σ

2(2− ξ)

から

σ =
2β0β1

β0 − 2β1
, ξ = 2− β0

β0 − 2β1
.



ここで，データの順序統計量を y(1) ≤ y(2) ≤ · · · ≤ y(n) とするとき，

β̂0 = y, β̂1 =
1

n

n∑

i=1

(
1− i− 0.35

n

)
y(i)

で PWM’s の β0 と β1 を推定すればよい．これを用いて PWM 推定値 σ̂∗，
ξ̂∗ が得られる．



閾値の決定

一般パレート分布をデータに適合する方法は，水準超過法(threshold method）
と呼ばれている．最適な閾値 u の決定の問題がある．

閾値 u を小さくとるとデータ数は多くなり，分散は小さくなるが一般パレート分
布への適合は悪くなり偏りは大きくなる．

閾値u を大きくとるとデータ数は少なくなり，一般パレート分布への適合は良く
なり偏りは小さくなるが分散は大きくなる．

閾値はこれらの事を考慮し現実に応じて決めなければならない．



１．平均超過プロット (mean excess plot)

　データで u を超えるものを x[1], x[2], . . . , x[nu] とし，xmax でデータの最大
値を表す．値 u < xmax に対して標本平均超過，すなわち






u,

1

nu

nu∑

i=1

(x[i] − u)


 : u < xmax





をプロットする．この図で，あるu 以上ではプロットが直線と見なせるとき，この
u を閾値と決める．

Y ∼ GP(σ, ξ) E(Y − v |Y > v) =
σ

1− ξ
+

ξ

1− ξ
v



２．メジアン超過プロット (median excess plot)

　値 u < xmax に対して標本メジアン超過，すなわち
{(

u, median1≤i≤nu

{
x[i] − u

})
: u < xmax

}

をプロットする．この図で，ある u 以上ではプロットが直線と見なせるとき，こ
の u を閾値と決める．

ẽ(v) =





σ(2ξ − 1)/ξ + (2ξ − 1)v, ξ 6= 0,

σ log 2, ξ = 0.



３．パラメータ ξ と σ∗ の安定性
　値 u < xmax に対して，データ {x[i] − u}nu

i=1 にGP(σu, ξ) を適合させ最尤

法でパラメータ σu と ξ を推定する．値 u を変化させて (u, σ̂∗) と (u, ξ̂) を
プロットする．ただし σ∗ = σu− ξu．このとき，あるu 以上では推定値 σ̂∗ と ξ̂

が共に一定であると見なせるとき，この u を閾値と決める．　　　

○ Y − v |Y > v ∼GP(σ + ξv, ξ)　(v > 0), σv = σ + ξv.　



４．Pareto 確率紙 と Hillプロット（ ξ > 0 の場合）
　大きい方から m 個のデータ，x(1) ≥ x(2) ≥ · · · ≥ x(m)，を選び，

{(
− log

(
i

m + 1

)
, logx(i)

)
, i = 1,2, . . . , m

}

をプロットする．この図で，ある x(k+1) より右側ではプロットが直線と見なせ
るとき，このx(k+1) を閾値と決める．

このプロットの傾きは，Hill推定値 (Hill, 1975)

ξ̂H(k) =
1

k

k∑

i=1

(
logx(i) − logx(k+1)

)

で推定できる．そこで，各 k について ξ̂H(k) をプロットしそれが一定であると
見なせる最大の k を決め，x(k+1) を閾値とする．



モデル診断　　GP(σ, ξ)

GPモデルの下で，y(1) ≤ y(2) ≤ . . . ≤ y(n) をデータの順序統計量とする．

確率プロット
{(

Ĥ(y(i)),
i

n + 1

)
: i = 1, . . . , n

}

ただし

Ĥ(y(i)) = 1−
(
1 + ξ̂

y(i)

σ̂

)−1/ξ̂
.



確率点プロット
{(

Ĥ−1
(

i

n + 1

)
, y(i)

)
: i = 1, . . . , n

}

ただし

Ĥ−1
(

i

n + 1

)
= σ̂




(
n + 1− i

n + 1

)−ξ̂

− 1




/
ξ̂.

再現レベルプロットは，m が十分大のときの
{
(logm, x̂m)

}
．ただし

x̂m = u + σ̂

[(
mζ̂u

)ξ̂ − 1
]/

ξ̂.



非定常の場合の極値　パラメータが時間に依存するGPモデル

GPモデル

日ごとの観測値X1, X2, . . .を考える．t日の季節をs(t)で表す．
季節モデル

Xt − us(t) |Xt > us(t) ∼ GP(σs(t), ξs(t)).

ただし us(t)は季節s(t)での閾値，σs(t)とξs(t)は季節s(t)での一般パレート分布
のパラメータである．



モデル診断　　GPモデル

Yt ∼ GP(σ(t), ξ(t))

を考える．このとき

Y0 =
1

ξ(t)
log

{
1 + ξ(t)

Yt

σ(t)

}
∼ GP(1, 0) : 標準指数分布

P (Y0 ≤ y) = H0(z) = 1− exp(−y), 0 < y < ∞.

ここで yt1, yt2, . . . , ytk を観測値として，σ̂(t)，ξ̂(t)を最尤推定値 β̂から求めた
ものとすると

ỹtk =
1

ξ̂(t)
log

{
1 + ξ̂(t)

yti

σ̂(t)

}
, i = 1, 2, . . . , k

は標準指数分布からのデータと見なせる．そこで，これらを大きさの順に並べたも



のを

ỹ(1) ≤ ỹ(2) ≤ · · · ≤ ỹ(k)

とする．

確率プロットは，
{(

1− exp(−ỹ(i)),
i

k + 1

)
: i = 1, . . . , k

}

で，確率点プロットは
{(
− log

(
1− i

k + 1

)
, ỹ(i)

)
: i = 1, . . . , k

}

となる．



データ解析例１

○ Anderson & Coles (2002) のデータ：Beirlant et al. (2004)

　clean bearing steel の磨いた表面上で観測された切断介在物で直径が 5µm
以上のすべての観測値からなる．データのサイズは 112．
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修正尺度σ∗と形状パラメータξ の最尤推定値．



GPモデル

○ 閾値を 5 として一般パレート分布を適合させて解析すると，最尤推定値（標準
誤差）は

ξ̂ = −0.085 (0.0914), σ̂ = 1.68 (0.220)

で，最大対数尤度は −160.6 となった．

○ 診断のために PP と QQ プロットを描かせた．

　一般パレート分布の適合は悪くない．
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一般パレート分布による解析の診断．



データ解析例２

ここでは日降水量（単位 0.1mm）データにGPモデルを適用して解析する．

図は奈良の1961年1月1日から2004年12月31日までの日降水量データ（気象
データベース，地上観測，（財）気象業務支援センター）のプロットである．

このデータを一般パレート分布を用いて解析する．
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図９　奈良の日降水量データの平均超過プロット．
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図１０　奈良の日降水量データの修正尺度σ∗と形状パラメータξ の最尤推定値．



図９は，データの平均超過プロットである．閾値uとして 300あたりが考えられ
る．Coles (2001) による，閾値 u を変化させて修正パラメータσ∗ と形状パラ
メータ ξ を描かせたものが次の図１０である．これらの図から閾値u = 300 を
採用．

453個の超過データからパラメータ (σ, ξ) の最尤推定値を求めた．最大対数尤度
は −2839.646 で推定値（標準誤差）は次の様になった：

σ̂ = 180.65 (12.541), ξ̂ = 0.072 (0.0512).

これらの推定値を用いてモデル診断を行ったのが図１１である．奈良の日降水量の
水準超過値データにはGPモデルが適合している事がわかる．
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図１１　奈良の日降水量データ解析の診断．



形状パラメータξの推定値は正．かなり大きな日降水量が発生する可能性がある．

ξの信頼区間を求めるためにプロファイル尤度関数を描かせたものが 図１２であ
る．これからξ の 95% 信頼区間は [−0.020, 0.183] となった．

100年再現レベルの最尤推定値は ẑ1/100 = 1925で，その信頼区間を求めるため
に描かせたのが図１３で，これから 95% 信頼区間は [1567, 2633]となった．
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図１２　奈良の日降水量データの形状パラメータξのプロファイル尤度．
ξ̂ = 0.072 (0.0512)，95% 信頼区間は [−0.020, 0.183]．
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図１３　奈良の日降水量データの再現期間 z1/100 のプロファイル尤度．
ẑ1/100 = 1925，95% 信頼区間は [1567, 2633]．



GPモデル：データは互いに独立で同一分布GP(σ, ξ)からの標本と仮定．

独立性を持たせるためには連続して閾値を超える値があるのは好ましくない．

図１４は1961年と1962年のデータに閾値300を描いたものである．一部同じ雨
（定義は難しい！?）からと思われる水準超過値がある．そこで，１日空いていれば
他の雨からのものとみなし連続した日で超過値がある場合はそれらの中の最大値の
み用いる事にして，新たに404個（453個から49個減）のデータをGPモデルで
解析してみる．



Nara

D
ai

ly
R

ai
nf

al
l

0 100 200 300

0
50

0
10

00
15

00

Nara

D
ai

ly
R

ai
nf

al
l

0 100 200 300

0
20

0
40

0
60

0

　奈良の日降水量データ (0.1mm)，1961年(上）と1962年(下）．



同じ閾値300を用いてパラメータを推定：最大対数尤度は −2548.728で最尤推
定値（標準誤差）は

σ̂ = 189.54 (13.901), ξ̂ = 0.064 (0.0540).

パラメータの推定値は最初に求めたものにほぼ等しい．この推定値によるモデル診
断は図１５．またξとz1/100の信頼区間を求めるためにそれぞれのプロファイル尤
度を描かせたのが図１６と図１７である．これから，ξ と z1/100 の 95% 信頼
区間はそれぞれ [−0.032, 0.182]，[1559, 2649] となった．

奈良の日降水量データではデータの修正による影響はほとんどなかった．

従属性のあるデータから独立と見なせるデータを取り出すことをdeclusteringと
いうが一般論が無く難しい問題である．（Coles (2001) §5.3.2 参照．）　
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図１５　奈良の修正日降水量データ解析の診断．
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図１６　奈良の修正日降水量データの形状パラメータ ξ のプロファイル尤度．
ξ̂ = 0.064 (0.0540)，95% 信頼区間は [−0.032, 0.182].

（ [−0.020, 0.183]）
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図１７　奈良の修正日降水量データの再現期間 z1/100 のプロファイル尤度．
z1/100 の 95% 信頼区間は [1559, 2649]．　（[1567, 2633]）



点過程(PP)モデル

十分大きな閾値 u を決めると，領域(0, 1)× (u, ∞)では Nn は Poisson過程
N で近似できた．領域 A = (0, 1)× (u, ∞) に入っている点を

{
(t1, x1), . . . , (tN(A), xN(A))

}

とする．領域 A 内では Nn ≈ N であるから，近似的な尤度が計算できる．

A = [0, 1]× (u, ∞)としたとき　

Λ(A) =
[
1 + ξ

(
z − µ

σ

)]−1/ξ

であった．



○ 自然現象で年にny個観測する場合の尤度は

LA(µ, σ, ξ; x1, . . . , xn) = exp
{
− Λ(A)

} N(A)∏

i=1

λ(ti, xi)

∝ exp

{
−ny

[
1 + ξ

(
u− µ

σ

)]−1/ξ
} N(A)∏

i=1

1

σ

[
1 + ξ

(
xi − µ

σ

)]−1/ξ−1

となる．

この尤度関数を最大化して最尤推定値 (µ̂, σ̂, ξ̂) を求める．標準誤差や信頼区間も
通常の方法で求まる．



PPモデル

京都の日最高気温（単位 0.1 度C）データをPPモデルを適用して解析する．　
図１８は京都の2000年1月1日から2004年12月31日までの日最高気温データ
と時間に依存する閾値を描いたものである．

気温は明らかに周期性を持っている．そこで，Coles (2001) の本にあるように
時間に依存する閾値関数を試行錯誤で探し，次の関数を採用した．

u(t) = 245 + 120 sin(2π(t− 110)/365.25)

各期間で，ほぼ同じ割合でデータがこの閾値関数を超える様にしなければいけない
が難しい．
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この閾値を用いて Coles (2001) にならいパラメータに構造をいれた：

µ(t) = β0 + β1 sin(2πt/365.25) + β2 cos(2πt/365.25),

logσ(t) = β3 + β4 sin(2πt/365.25) + β5 cos(2πt/365.25).

ここで，形状パラメータのξは不変としておく．

Coles の S-Plus のプログラムを用いて解析したところ最大対数尤度は −149.03

で，各パラメータの最尤推定値（標準誤差）は次の様になった：

β̂0 = 287.29 (1.100), β̂1 = −28.38 (1.377), β̂2 = −103.07 (2.033),

β̂3 = 1.233 (0.1335), β̂4 = 0.233 (0.0465), β̂5 = 0.277 (0.0684),

そして，ξ̂ = −0.451 (0.0473)．

このデータ解析結果の診断は図１９である．解析結果は良好である．
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図１９　京都の日最高気温データ解析の診断図．



他のモデルを調べてみたが，上記の位置と尺度パラメータに周期性を入れたモデル
が最良であった．

大阪の日最高気温に関しても同様の解析結果を得た．


