
サポートベクターマシン

赤穂昭太郎

産業技術総合研究所

2006.7.6～7 統数研公開講座
「カーネル法の最前線―ＳＶＭ, 非線形データ解析,

構造化データ―」



目次

1. サポートベクターマシン(SVM)とは

2. SVMの仲間たち

3. 汎化能力の評価

4. 学習アルゴリズム

5. カーネル設計の基本



1.サポートベクターマシンとは？

• サポートベクターマシン＝
「線形モデル＋高次元写像＋正則化」の一つ
（ほかのカーネル法と基本的に共通）

• 計算量を少なくするいくつかの工夫

– 凸２次計画法

– スパース表現

– カーネルトリック

• ローカルミニマムの問題がない



識別問題
• 入力 x を二つのクラスに分類する関数

を学習する （１クラスあるいは３クラス以上の場合は後で考える）

例： 文字認識、遺伝子解析、データマイニング、 spam filter
• 学習サンプルから学習

• 線形識別器：
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マージン最大化(1/2)

• 正しい識別を行う超平面はたくさんある

• 真ん中ぐらいを通るのがいいだろう

マージン最大化
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• とりあえず線形分離可能性（サンプルを１００％分類できる
超平面の存在）を仮定

• 超平面 は定数倍しても不変なのですべてのサ

ンプルに対し，

と仮定してよい

一行で書けば

• このとき、マージン

⎩
⎨
⎧

−=−≤+⋅
=≥+⋅

11
11

ii

ii

yb
yb

L

L

xa
xa

0

マージン最大化(2/2)
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凸２次計画問題（ハードマージン・主問題）

• 線形制約下での凸な２次関数の最適化

• ローカルミニマムの問題がない
（局所最適＝大域的最適）

• 計算パッケージなどを用いれば比較的容易に解ける

• このままでも解くことはできるが，双対問題に変換すると，制
約の部分がより簡単な式で表される
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ソフトマージン

• 先に進む前に，線形分離可能ではない場合の対処法を導入

• 制約を満たさないサンプルは絶対に許さない（ハードマージ
ン）ではなく，許すがそのかわり罰金を科す（ソフトマージン）

• 線形分離な場合でもノイズがある場合などは無理に線形分
離な超平面を求めないほうがよい．
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凸２次計画問題（ソフトマージン・主問題）
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双対問題の導出
• 制約付き最適化→Lagrange の未定係数法

• で微分＝０

• で微分＝０

• で微分＝０

• に代入すれば双対問題(Wolfe dual)が得られる
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双対問題の性質

• ：サンプル点の線形和 (cf. Representer Theorem)
• Karush-Kuhn-Tucker 条件

不等式を等号で満たす場合のみLagrangeの未定係数≠0

– S: マージン上にある

– I:  マージン内にある

– O: マージンを超える

• を満たすベクトルをサポートベクターという

サンプル点のうちサポートベクターだけの関数
に帰着された（SVMの語源？：サポート＝支持関数）
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しきい値bについて

• マージン上の任意のベクトル について

• もともとしきい値を b=0 とすることも考えられる（原点を通る
超平面）．

• すると最適化問題の中の の条件は不要になる．

• 後で述べるカーネルを用いた表現では，多くの場合暗に基
底 1 が含まれている

• の空間でマージンを考えていないので少し結果は異なる

0)(1 =+⋅+− by ii xa
Sj∈

∑∑ ∈∈
⋅−⋅−=⋅−=

Oj ijSj ijjiii Cyyb xxxxxa α

0=∑i iiyα

xa ~~ ⋅
TT b),(~ aa = TT )1,(~ xx =

b+⋅xa
x~



高次元空間への写像

• 線形で能力不足のとき，

– 非線形化（ニューラルネットなど）：
学習に時間がかかる，ローカルミニマムの問題など

– 高次元に写像して線形（ＳＶＭなどはこちら）
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次元の呪いと正則化

• サンプル数と同じ次元まで上げればどんなものでも線
形識別可能となる

• オーバーフィットして，サンプルを増やしても真の解に近
づかない（不良設定問題）

• なめらかさなどの制約をおいて対処する（正則化）
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SVMと正則化

• SVMは正則化とみなせる

• 参考：正則化≒MAP推定
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・規格化因子のない分布モデル （cf.boosting など）
・対数尤度のロバスト化 (cf.M-estimatorなど)
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カーネルによる高次元化

• SVMによって得られる識別関数は

になる。
内積の形になっていることに注意。
（最適化関数等もすべて に関しては内積の形）

• 高次元化： を に置き換える。

• 高次元化の問題点：

高次元への写像の計算が大変．
素朴にやると次元分の計算量がかかる

• 再生核ヒルベルト空間への写像なら上げる次元よりはるか
に低い計算量で計算可能
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カーネル化SVM（SVMまとめ）

• 最適化問題

• サポートベクトル

• 識別関数

• しきい値
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2.SVMの仲間たち

• SVMの特徴とそれを支える要素：

– 線形モデル→カーネル化可能

– 正則化→汎化性

– 凸２次計画問題→グローバルミニマム，スパース性
ロバスト性

• 逆にこれらの要素を満たすような定式化をすれば，

– マージン最大化（正則化項）やソフトマージン（損失関数）
を別の形に一般化出来る

– 識別問題でない問題（回帰など）に適用可能



損失関数

• 局所解の一意性のために凸関数をとるのがよい

• さらに，区分線形・２次なら凸２次計画法となり，サポートベク
ターだけの関数になりスパースネスなどの性質をもつ
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(cf. PLRM 松井先生の講義参照)



νSVM
• 通常のソフトマージンＳＶＭではパラメータＣの取り方が直感的でない

• マージンを超えるサンプルの割合の上限値νを指定（νトリック）

• 追加パラメータρ． マージンの値はρ/||a||
これが大きくなるような正則化項

• 定理：もとのSVMでC=1/ρに取ればνSVMと同じ結果が得られる

• 双対問題
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LP (Linear Programming) マシン

• SVMではマージンの大きさが２乗ノルムであったが，それを

変更することが考えられる

• 線形制約・線形目的関数⇒線形計画：２次計画より軽い計算

• 一般に２次の正則化よりもスパースな解が得られる

• マージンといった幾何的対応物はない

• 正則化項がノルムの関数ではないので，Representer
theorem は使えない．RKHS全体での最適化ではない．
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SVR(Support Vector Regression) (1/2)

• いろいろな損失関数が考えられるが識別の場合と形が似て
いるのが以下のε不感応関数を用いた定式化

• これは識別の場合とほぼ同じ形で双対問題の導出も単純
が正のときと負のときがあるのでそれぞれ

スラック変数が必要
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SVR(Support Vector Regression)(2/2)

• ε不感応性関数はロバスト推定の損失関数の一つ

• それ以外の損失関数でも２次計画問題で解けるものがある

– ２次関数→リッジ回帰・正規過程
（逆行列のみ．２次計画は不要．ただしロバストではない）

– Huberのロバスト損失→凸２次計画
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２次関数



Single class SVM
• 異常値検出などの応用では，入力ベクトルのドメインを推定

し，外れ値の判定が必要となる（νトリックでモデル化）

• できるだけ原点から遠く，かつ多くの
データを平面の外側に含むようにする規準

• 双対問題＋カーネル化
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周辺話題１：多クラス分類(1/2)

• ２クラス問題に落とす

識別手法 識別器の数 １識別器あ
たりのサン
プル数

特徴

マージンの大きい
クラスに分類

グラフィカルモデル
などを使って識別
結果を統合

クラスを二つに分
け，0,1の符号語を

割り当て誤り訂正

1 vs other クラス数 K 全サンプル 単純
サンプル数に偏り

1 vs 1 最大２クラスの
組み合わせ
K(K-1)/2

２クラス分の
サンプル

１識別器の学習は
軽い．組み合わせ
方が難しい．多重
比較法などとの関
連性

ECOC(error
correcting 
output coding)

符号語の数
(通常 >K)

全サンプル 有効な符号化法の
設計が重要



周辺話題１：多クラス分類(2/2)

• ２次計画問題として定式化
最も素直だが必ずしも決定版ではない

• (SVM の代わりに)カーネル判別分析を使う
ロバストネスやスパースネスなどのメリットが必要ならば
SVMの方がよい
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周辺話題２：マージン定義

• カーネル化してしまうと入力空間で見るともはや「真ん中」を
通る識別面ではない

• Amari & Wu 1999
場所によって解像度を変える．（カーネル設計とも関連）

• Akaho 2002
入力空間でのマージンを大きくする

• Invariance に関する事前知識を入れる

変換に不変な方向への計量を小さくする
Translation invariance kernel



3.汎化能力の評価

• 汎化能力＝サンプルだけではなく，背後にある未知のデータ
に対してもフィットできる能力

• SVMは高次元に写像しているにも関わらず，経験的には高
い汎化能力をもつ （次元の呪いの克服）

• 正則化は一つの説明だが，定量的には不足

• PAC学習の枠組みを使って，ＳＶＭの汎化能力が次元によ
らないことを示す



期待損失と経験損失

• サンプルは常に未知の確率分布 に従って生成されるとする

• パラメータ をもつ識別器を用いて の識別を行ったとき，正解 に
対する損失（誤差） が与えられているとする

（以下の説明では２値の誤り誤差を考える）

• 期待損失（未知のサンプルに対する誤差）最小：理想

• 経験損失（サンプル誤差）最小：現実
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• 汎化能力を表すいくつかの指標
– における経験損失と期待損失の差

見積もりに比べて実際どれだけ損するか

– と とでの期待損失の差

最適なものに比べてどれだけ損するか

• Hoeffding不等式

• 一様収束
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簡単な場合

• αが有限集合Bのときは比較的単純

• 無限集合のときも基本的には有限の場合に帰着させる
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VC次元(1/3)
• ２値損失の場合

• の場合の数の評価 （最大 ）
関数のクラスの複雑さに応じてmが大きくなると 通りを下回る． 通り
を実現できる最大の m=h をその関数クラスの VC次元(Vapnik-
Chervonenkis dimension)と呼ぶ．

• 定理： の場合の数 N はVC次元を h とすると，
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VC次元(2/3)
• VC次元の幾何的な意味

サンプルをうまく配置した上で，すべてのラベル付けができる(これを
shutterされるという）最大のサンプル数

例：２次元の線形識別器のVC次元＝３

• 従って，m>h なら

• 右辺をδと置いて書き換えると，m>hのとき，確率1-δ以上で
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VC次元(3/3)

• かなり荒っぽい上界で，これを改善する理論も数多く存在す
る．

• 線形識別器のＶＣ次元は h=n+1 (n:入力次元)

• 次元を上げれば上げるほど汎化能力が悪くなる
（次元の呪い）

• 一方，ＳＶＭではマージンを大きくするという規準を入れたの
で，何も制約のない場合よりは汎化能力はよいだろう

• マージン識別器のＶＣ次元が入力次元によらない上界をもつ
ことを示す→次元の呪いを受けない



マージン識別器のＶＣ次元
定理：原点を通るマージンγ以上の識別器のクラスのＶＣ次元

の上限は
ただし はデータを含む原点を通る最小の球の半径

証明) 1) 個のサンプルが shutter されている⇒

2)     を満たす が存在する

を i.i.d な一様分布とすると

3) 上記 1),2) より，
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注：経験的ＶＣ次元，Luckiness

• 今まで述べたＶＣ次元の理論では，関数クラスは学習前に事
前に決まっている必要がある．

• ところがＳＶＭではマージンの値は学習後に決まる

• 従って，前節までの議論は厳密には成立しない

• 「たまたまデータの分布がLucky で大きなマージンが得られ

た」という事象の確率を評価する必要がある．
(Herbrich2001などを参照)



Leave-one-out 誤差

• Leave-one-out 誤差（一つ抜いたサンプルで学習したものの平均）

定理：leave-one-out 誤差は以下の意味で不偏

証明：Lの中の各項の期待値が右辺の値に等しい

• サポートベクターの数
定理：r が２値損失のとき，

証明：サポートベクトル以外のサンプルを除いても識別関数は変化せず，
leave-one-out 誤差は0．そこでサポートベクトルについては最悪全部損
失が1だとすると最大 leave-one-out 誤差は
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4.学習アルゴリズム

• 制約つきNewton法（内点法），最急降下法

• Chunking 法
（いくつかの変数ごとに最適化(他は固定)
やはり凸２次計画問題となる）

特に２変数の場合⇒
SMO (Sequential Minimal Optimization)アルゴリズム
等式制約から結局１変数の２次関数の最小化に帰着され，
陽に解が求まる

• オンライン学習
SVMでもオンライン学習の方法はいくつか提案されているが，

スパースネスを保ちつつ軽い計算量で行うのが困難



5.カーネル設計の基本

• カーネル組み合わせの基本操作

• 構造化データ

• 計数カーネル

• 畳み込みカーネル

• 確率モデルに基づくカーネル
– Fisher カーネル, 周辺化カーネル

– 拡散カーネル

• カーネルが含むハイパーパラメータの選択



カーネル組み合わせの基本操作（1/2）

• 正定値性を保つカーネルの基本操作

1. 和（含む正定数加算）

2. 積（含む正定数倍）

3. 関数の積

• 基本的には上の３つに尽きる

注：シグモイドカーネル

はニューラルネットワークやロジスティック回帰との関連性で用いられることがあるが，
厳密には正定値カーネルではない
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カーネル組み合わせの基本操作（2/2）
• 応用操作

1. 特徴量同士の内積

（関数の積の和）

2. 共形変換

(conformal transformation)

3. 指数関数

（Taylor 展開すれば積和，ガウスカーネルはこれと共形変換の組合せ）

4. べき乗

（ pは自然数，多項式カーネルはこの一種）

さらにこれらの再帰的な繰返しによりいくらでも複雑にできる

)),(exp(),( 21121 xxxx kk =

),()()(),( 2112121 xxxxxx kcck =
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構造化データ

• 文字列，グラフなど

• 基本はたくさんの特徴量を計算して
の形のカーネルを計算

• ポイントは特徴ベクトルが大きいのでいかに効率よく計算で
きるか

• 離散構造の入力を連続値の特徴ベクトルに変換する際の問
題点：
– 適切な数量化（類似度としての意味付け）

– 次元の違いの吸収など

• 詳細は松井先生の講義を参照

)()(),( yzxzyx ⋅=k



計数カーネル

• 計数(count)カーネル
グラフなどで，部分構造をいくつ含んでいるかを特徴ベクトル
とし，その内積によって定義されるカーネル

• 単純な例： [頂点の数，辺の数]

• 数ではなく「ある，なし」の２値ベクトルにすることも多い

]1,3[]3,4[ 15]1,3[]3,4[),( =⋅=yxk



畳み込みカーネル(Haussler1999)

• 複雑な構造をしていて全体に対するカーネルを定義するの
が難しいときは，部分に対するカーネルを組み合わせる分割
統治が有効

• 畳み込みカーネル (convolution kernel)

がD個の部分構造 から によっ
て作られているとみなせるとする． のi番目の部品
と の間に が定義されているとき，

• 基本的に特徴量の和と積だけなので正定値性は自明
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Fisher カーネル(Jaakkola et al.1999)
• 入力 の確率モデル が与えられるとき，そのパラ

メータ に対し，特徴ベクトル
(Fisherスコア)の内積で定まるカーネル

ただし I はFisher 情報行列の推定値

• 正定値性は自明

• 指数分布族なら特徴ベクトルは十分統計量の空間上の点と
みなせ，Fisher 情報行列の逆はそこでの自然な計量

• 入力の確率モデルにとってよい特徴量が識別に役立つとは
限らないが，識別が入力の分布に多少とも依存していれば
有効（詳細は K.Tsuda, et al.2003 参照）

• 実用上は，離散構造を定まった次元の実数ベクトルに変換
できる点が重要
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周辺化カーネル(Tsuda et al.2002)

• 潜在変数モデル があり，観測変数 とする．

に対するカーネル
が定義されているとき， 潜在変数について期待値を取った

を周辺化カーネル(marginalized kernel)という

• これは共形変換の和を取っているので正定値性は自明
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拡散カーネル(Kondor et al.2002)

• 有限ドメインでのカーネル⇒グラム行列で決まる．
• グラム行列が正定値対称ならOK
• 拡散カーネル（diffusion kernel)：

下のような無向グラフの上のネットワーク流を考える

• 標準正規分布でノードを初期化した
ときの時刻 ½ における Z の共分散行列

（行列指数関数： A が対称なら正定値対称となる）
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カーネルが含むハイパーパラメータ選択

• 基本的にモデル選択の問題
– クロスバリデーションが有効な場合が多い

• ガウスカーネル
– σ=0 の極限でグラム行列対角（1-NN）

– σ＝∞の極限でグラム行列が退化 （多い方のクラスに分類）

– Cとの関係
• C=0の極限でσ＝∞と同じ

• C=∞の極限でハードマージン

• カーネル選択の基本指針
– 個々の問題に対して，類似度としての意味があるようにする

– 対角成分が大きくなりすぎないようにする（1-NNになる）

– グラム行列が退化しすぎないようにする

Ci =α
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