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• 購買データや科学論文など、時間変化をそも
そも内包するデータは多数存在します 

 

• 従って、時系列（時間変化）データ内のトピッ
クの解析も多数試みがなされています 
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

2012 2013 01/15 01/16 



 

• マルコフ性：前の時刻に依存して現在の時刻
の状態が変化する 

 

• 多くの時系列データでは、モデルのどの部分
にマルコフ性のアイデアを導入するか、がポ
イントとなります 

 

• これはトピックモデルの時系列データモデル
でも同様です 
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Dynamic Topic Model 

[Blei & Lafferty, 2006] 
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Blei and Lafferty,   
“Dynamic Topic Models”,  
in Proc. ICML, 2006.  



: 

exchangeability 

• 簡単にいうと: 「各文書 d, 各単語 wのイン
デックスはただのシンボルで順番や名前には
意味が無い」 

 

• これのおかげで各種モデル推論が簡単に
なっています 

6 



 

• 新聞記事は昨日までの報道の流れを汲んで
います 

• 論文は先行研究の作った技術トレンドにのっ
ています 

• すなわち、文書 d は一般には
exchangeableではありません！ 
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2012 2013 1990 

・・・ 



 

• 1: 話題(topic)には流行り廃りがあります 

• 2: トピックの中での言葉づかいも変化します 

• これら２種類の「トピックの変化」を解析するモ
デルを考えたい 
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トピックの流行り廃り 
トピックの中での言葉づかい 

“fuzzy” 

“neural network” 

time 

“probabilistic models” 



: Dynamic Topic 

Models 

•  非常に有名な時系列トピックモデルです 

• 科学誌ScienceのOCRデータを用いて、科
学論文の時系列トピック解析を行います 

• topic proportionとtopic-word 
proportionに時間マルコフ性を入れたもの
です 

• 推論は非常に難しいです 
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: Science  

• 1880年にエジソンによって刊行された、非常
に著名な科学論文誌 

• OCRされた論文誌データ(JSTOR)を利用し
て、発行年度ごとの文書時系列データを作成 
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t = 1 

・・・ 

t = 119 t = 120 

1998 1999 1881 



 

• 以下の２点を時間発展させます 

• a: トピックの流行り廃りを制御 

• bk: トピックごとの単語分布 
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𝑧𝑑,𝑛 𝑥𝑑,𝑛 

𝜷𝑘 

𝜽𝑑 𝜶 

n=1, …, Nd 

k=1, …, K 

d=1, …, D 

トピックの流行り廃り 

time 

トピックの中での言葉づかい 



 

drift 

• 最も単純な時間発展モデルと言えます 

• パラメータは前の時刻を中心に尐しずつしか
動かない、という想定です 
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𝜷𝑡,𝑘 

𝜶𝑡 

time 

𝜶𝑡−1 

𝜷𝑡−1,𝑘 

ℝ𝐾 ℝ𝑉 
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LDA 

𝑧𝑑,𝑛 𝑥𝑑,𝑛 

𝜷𝑘 

𝜽𝑑 𝜶 

n=1, …, Nd 

k=1, …, K 

d=1, …, D 

解析 

計算機 

データ 

.04 

.05 

.03 
… … 

リンク 

ソーシャル 

マイニング 

.04 

.01 

.02 

… … 

構造 

機械学習 

最適 

.03 

.04 

.01 
… … 

K 

n=1 

n=2 

n=3 

・・・ 

𝜽𝑑 

𝑧𝑑,𝑛 

𝑥𝑑,𝑛 

𝜷𝑘 

[石黒 & 竹内, 2012] 
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Dynamic Topic Model (添え字d,n,kは省略) 

𝑥𝑡−1 𝜷𝑡−1 𝜽𝑡−1 

n=1, …, Nt-1,d 

d=1, …, Dt-1 

𝑧𝑡 𝑥𝑡 𝜷𝑡 𝜽𝑡 
n=1, …, Nt,d 

k=1, …, K 

𝑧𝑡−1 

d=1, …, Dt 

time 

t-1 

t 

𝜶𝑡−1 

𝜶𝑡 

𝜼𝑡−1 

𝜼𝑡 
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for theme (topic) k = 1, 2, …, K 

topic-word proportion drift 𝜷𝑡,𝑘|𝜷𝑡−1,𝑘~N 𝜷𝑡−1,𝑘 , 𝜎
2𝑰  

for 時間t = 1, 2, …, T 

topic proportion parameter drift 𝜶𝑡|𝜶𝑡−1~N 𝜶𝑡−1, 𝛿
2𝑰  

for 文書d = 1, 2, …, Dt 

topic proportion 

for 単語n = 1, 2, …, Nt,d 

topic-word assignment 

word observation 
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for 文書d = 1, 2, …, Dt 

topic proportion 

𝜽𝑡,𝑑|𝜼𝑡,𝑑 = 𝜋 𝜼𝑡,𝑑  

for 単語n = 1, 2, …, Nd 

topic-word assignment 

𝑧𝑡,𝑑,𝑛|𝜽𝑡,𝑑~Multinomial 𝜽𝑡,𝑑  

word observation 

𝑥𝑑,𝑛|𝑧𝑑,𝑛, 𝜷𝑡,𝑘 ~Multinomial 𝜋 𝜷𝑡,𝑧𝑑,𝑛  

for 時間t = 1, 2, …, T 

𝜷𝑡,𝑘|𝜷𝑡−1,𝑘~N 𝜷𝑡−1,𝑘 , 𝜎
2𝑰  𝜶𝑡|𝜶𝑡−1~N 𝜶𝑡−1, 𝛿

2𝑰  

𝜼𝑡,𝑑|𝜶𝑡~N 𝜶𝑡, 𝑎
2𝑰  

𝜋 𝒗 =
exp 𝑣𝑘
 exp 𝑣𝑙𝑙

 pはsoft-max関数 



 

• 正規分布を使って、1時刻のパラメータ遷移
(drift)をモデル化します 
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𝜷𝑡,𝑘|𝜷𝑡−1,𝑘~N 𝜷𝑡−1,𝑘 , 𝜎
2𝑰  𝜶𝑡|𝜶𝑡−1~N 𝜶𝑡−1, 𝛿

2𝑰  

𝜷𝑡,𝑘 

𝜶𝑡 

time 

𝜶𝑡−1 

𝜷𝑡−1,𝑘 

ℝ𝐾 ℝ𝑉 



 

• 正規分布からは実数ベクトルが生成されるた
め、そのままでは多項分布(Multinomial)に
使えません 

• Soft-max関数を利用して変換します 
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𝑧𝑡,𝑑,𝑛|𝜽𝑡,𝑑~Multinomial 𝜽𝑡,𝑑  

𝑥𝑑,𝑛|𝑧𝑑,𝑛, 𝜷𝑡,𝑘 ~Multinomial 𝜋 𝜷𝑡,𝑧𝑑,𝑛  

𝜋 𝒗 =
exp 𝑣𝑘
 exp 𝑣𝑙𝑙

 

時刻t, 文書dのtopic proportion 

Soft-max 

topic-word assign. 

𝜽𝑡,𝑑|𝜼𝑡,𝑑 = 𝜋 𝜼𝑡,𝑑  

𝜼𝑡,𝑑|𝜶𝑡~N 𝜶𝑡, 𝑎
2𝑰  



 

 

• 原因1: Soft-max関数のため、共役性
(conjugate)を利用できません  

 

 

• 原因2: 時刻 t が前時刻 t-1 に依存するた
め、時間依存性を考慮した推定が必要になり
ます  
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(collapsed) Gibbs sampling



:  

[ , 2005] 

• 連続なパラメータの時間変化を追いかける定
番の手法です 

• DTMの時間発展部分も状態空間モデルとし
て解釈できます 
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DTM(k, d, zなどを省略） 

𝑥𝑡,𝑛|𝜷𝑡~Mult 𝜋 𝜷𝑡  

𝜷𝑡|𝜷𝑡−1~N 𝜷𝑡−1, 𝜎
2𝑰  𝑦𝑡|𝑦𝑡−1~𝑓 𝑦𝑡−1, 𝜃  

𝑥𝑡|𝑦𝑡~𝑔 𝑥𝑡, 𝜑  

一般の状態空間モデル 



Kalman filter  

[Kalman, 1960] 

• 状態モデル、観測モデルの双方が正規分布
の場合, Kalman Filterを用いてexactな解
が計算できます 

• 変分事後分布として、観測モデルに正規分布
を“強引に”仮定して推論します 
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𝜷𝑡|𝜷𝑡−1~N 𝜷𝑡−1, 𝜎
2𝑰  𝜷𝑡|𝜷𝑡−1~N 𝜷𝑡−1, 𝜎

2𝑰  

𝑥𝑡,𝑛|𝜷𝑡~Mult 𝜋 𝜷𝑡  𝜷 𝑡|𝜷𝑡~N 𝜷𝑡, 𝜐 𝑡𝑰  

変分観測量 
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[Blei & Lafferty, 2006] 
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[Blei & Lafferty, 2006] 



24 [Blei & Lafferty, 2006] 



: Dynamic Topic 

Models 

• トピックごとの単語分布、トピックの割合の二
つを時間発展させたトピックモデルです 

 

• 正規分布によるdriftで時間遷移を表現しま
す 

 

•  非常に有名なので、時間モデルでは必ず
押さえる必要がある論文です 
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Topic Tracking Model 

[Iwata, 2009] 
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Iwata et al,   
“Topic Tracking Model for Analyzing Consumer 
Purchase Behavior”,  
in Proc. IJCAI, 2009.  



 

 

• PLSIなどのように、潜在変数モデルを使った
購買履歴データのモデリングは多数存在しま
す (e.g. [Jin, 2004]) 

 

• 当然、トピックモデルによる購買履歴データモ
デリングを考慮することもできます 
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購買行動 n  
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𝑧𝑑,𝑛 𝑥𝑑,𝑛 

𝜷𝑘 

𝜽𝑑 𝜶 

n=1, …, Nd 

k=1, …, K 

d=1, …, D 

興味トピック k ごとのアイテム分布 K 

ユーザ d の 
興味トピック分布 

購買行動 n の潜在興味トピック 



 

 

• 1: ユーザの興味は尐しづつ変わります 

• 2: 興味トピックの中でのアイテムの売れ筋も
変化します 
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ユーザの中での興味トピック分布 
興味トピックの中での売れ筋 

“ファッション” “家具・インテリア” 

time 

“デジタル家電” 



: Topic Tracking Model 

• Dynamic Topic Model(DTM)とはまた違う
時系列トピックモデルです 

 

• 文書（ユーザ）ごとのトピック分布と、トピック
の単語（アイテム）分布が時間遷移します 

 

• 推論はDTMに比べて尐し簡単になるように
工夫されています 
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: DTM  

 

• DTM: 各年度での話題の隆盛が知りたい  
トピック分布制御パラメータ a を時間依存 

• 提案法：ユーザの興味の変化が知りたい  
各ユーザ(文書）のトピック分布 q を時間依
存させる 
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𝑧𝑑,𝑛 𝑥𝑑,𝑛 𝜽𝑑 𝜶 

n=1, …, Nd 

d=1, …, D 

DTM 提案法 
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LDA 

𝑧𝑑,𝑛 𝑥𝑑,𝑛 

𝜷𝑘 

𝜽𝑑 𝜶 

n=1, …, Nd 

k=1, …, K 

d=1, …, D 

解析 

計算機 

データ 

.04 

.05 

.03 
… … 

リンク 

ソーシャル 

マイニング 

.04 

.01 

.02 

… … 

構造 

機械学習 

最適 

.03 

.04 

.01 
… … 

K 

n=1 

n=2 

n=3 

・・・ 

𝜽𝑑 

𝑧𝑑,𝑛 

𝑥𝑑,𝑛 

𝜷𝑘 

[石黒 & 竹内, 2012] 
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Dynamic Topic Model (添え字d,n,kは省略) 

𝑥𝑡−1 𝜷𝑡−1 𝜽𝑡−1 

n=1, …, Nt-1,d 

d=1, …, Dt-1 

𝑧𝑡 𝑥𝑡 𝜷𝑡 𝜽𝑡 
n=1, …, Nt,d 

k=1, …, K 

𝑧𝑡−1 

d=1, …, Dt 

time 

t-1 

t 

𝜶𝑡−1 

𝜶𝑡 

𝜼𝑡−1 

𝜼𝑡 
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Topic Tracing Model (添え字d,n,kは省略) 

𝑥𝑡−1 𝝋𝑡−1 𝜽𝑡−1 

n=1, …, Nt-1,d 

d=1, …, Dt-1 

𝑧𝑡 𝑥𝑡 𝝋𝑡 𝜽𝑡 

n=1, …, Nt,d 

k=1, …, K 

𝑧𝑡−1 

d=1, …, Dt 

t-1 

t 

d kPersistency 
パラメータ 

Persistency 
パラメータ 

𝛼𝑡−1 

𝛼𝑡 𝛽𝑡 

𝛽𝑡−1 
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for 興味topic k = 1, 2, …, K 

topic-item word proportion parameter 𝜷𝑡,𝑘 

for 時間t = 1, 2, …, T 

topic proportion parameter t 𝜶𝑡,𝑑 

for ユーザ d = 1, 2, …, Dt 

topic proportion 

for 購買行動 n = 1, 2, …, Nt,d 

topic-item word assignment 

item word observation 
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for ユーザ d = 1, 2, …, Dt 

topic proportion evolution 

𝜽𝑡,𝑑|𝜽 𝑡−1,𝑑 , 𝛼𝑡,𝑑~Dir 𝛼𝑡,𝑑𝜽 𝑡−1,𝑑  

for 購買行動 n = 1, 2, …, Nd 

topic-item word assignment 

𝑧𝑡,𝑑,𝑛|𝜽𝑡,𝑑~Mult 𝜽𝑡,𝑑  

item word observation 

𝑥𝑡,𝑑,𝑛|𝑧𝑡,𝑑,𝑛, 𝝋𝑡,𝑘 ~Mult 𝝋𝑡,𝑧𝑡,𝑑,𝑛  

for 時間t = 1, 2, …, T 

は”事後分布での期待値”を表す 

for 興味topic k = 1, 2, …, K 

topic-item word proportion evolution 

𝝋𝑡,𝑘|𝝋 𝑡−1,𝑘 , 𝛽𝑡,𝑘~Dir 𝛽𝑡,𝑘𝝋 𝑡−1,𝑘  

∙  



 

• DTMと違い、ディリクレ分布を利用して時間
発展をモデル化しています 

• ユーザ、時間ごとに、興味トピックの持続度
(persistency)もモデル化します 
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𝜽𝑡,𝑑|𝜽 𝑡−1,𝑑 , 𝛼𝑡,𝑑~Dir 𝛼𝑡,𝑑𝜽 𝑡−1,𝑑  “ファッション” “家具・インテリア” 

time 

“デジタル家電” 

𝜽 𝑡−1,𝑑 

𝛼𝑡,𝑑 

a大 = qtの分散小  小さな時間変化 

a小 = qtの分散大  大きな時間変化 

𝜽 𝑡−1,𝑑 



-

 

• 興味トピックと同様です 
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𝛽𝑡,𝑑 

b大 = ftの分散小 小さな時間変化 

b小 = ftの分散大  大きな時間変化 

𝝋 𝑡−1,𝑑 

𝝋 𝑡−1,𝑑 

𝝋𝑡,𝑘|𝝋 𝑡−1,𝑘 , 𝛽𝑡,𝑘~Dir 𝛽𝑡,𝑘𝝋 𝑡−1,𝑘  



 

• 1時刻前に依存するだけでなく、数ステップ前
までに依存する形への拡張も簡単です 
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1ステップ前からの依存関係モデル 

Lステップ前からの依存関係モデル 

𝜽𝑡,𝑑|𝜽 𝑡−1,𝑑, 𝛼𝑡,𝑑~Dir 𝛼𝑡,𝑑𝜽 𝑡−1,𝑑  

𝝋𝑡,𝑘|𝝋 𝑡−1,𝑘, 𝛽𝑡,𝑘~Dir 𝛽𝑡,𝑘𝝋 𝑡−1,𝑘  

𝜽𝑡,𝑑|𝜽 𝑡−1,𝑑, 𝛼𝑡,𝑑~Dir  𝛼𝑡,𝑑,𝑙𝜽 𝑡−𝑙,𝑑

𝐿

𝑙=1

 

𝝋𝑡,𝑘|𝝋 𝑡−1,𝑘, 𝛽𝑡,𝑘~Dir  𝛽𝑡,𝑘,𝑙𝝋 𝑡−𝑙,𝑘

𝐿

𝑙=1

 



 

•  非常に簡単な逐次推定アルゴリズムが導
出できます 

–正規分布やsoft-maxがないため！！ 

– LDAのGibbs, VB (EM) を導出したことがある
方にとっては自明な解が得られます 

 

•  ただし、DTMのように系列としての最適解
は得られません 
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41 

[Iwata, 2009] 
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[Iwata, 2009] 



: Topic Tracking model 

• ユーザ(文書)ごとのトピック分布、トピックの
単語分布を時間発展させたトピックモデル 

 

• Dirichletで時間遷移を表現したことで、非常
に簡単に解を導出できます 
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