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• 機械学習の研究分野では、日々新しい、より
柔軟で表現力の高い（≒複雑な）トピックモ
デルが提案されています 

 

• このスライドでは、それらのうち、特に構造化
に関する仕事を厳選してご紹介します 
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• 誤解を恐れずにいえば、単純な混合ガウシア
ンモデル(GMM)が理解できれば、LDAは理
解できます 

 

• GMMがその単純さゆえに非常に幅広いドメ
インの連続データで有効なように、LDAも幅
広いドメインの離散データで有効です 
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• モデルが単純ということは、大胆な仮定を置
いてデータを表現していることになります 

• 実際のデータと明らかに合わない仮定の場
合、これを正す必要があります 

 

• 沢山の複雑化したトピックモデルが提案され
ています 
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Correlated Topic Models  

[Blei & Lafferty, 2007] 
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Blei and Lafferty,   
“A Correlated Topic Model of Science”,  
The Annals of Applied Statistics,  
Vol. 1(1), pp. 17-35, 2007.  



:  

 

• 簡単にいうと: 「各トピック k の間には相関が
ない」 

• 通常のGMMでも共有される考え方です 

• これのおかげで各種モデル推論が簡単に
なっています 
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[Blei, 2003] 

TREC APコーパス: AP通信ニュースの文書データセット 



 

• 先の例だけで分かるように、これは成り立た
ないことが多々ありそうです 

 

• すなわち、「本当は相関のあるトピック」を無
理やり「相関のないトピック」に分割している
可能性が高いです 
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: Correlated Topic 

Models (CTM) 

•  以後のトピックモデル研究に非常に大きな
影響を与えたモデルです 

 

• 科学誌ScienceのOCRデータを用いて、科
学論文のトピック解析を行います 

• トピック間の相関（正・負）をexplicitにモデル
化します 

 

• 推論は少々面倒になります 
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: Science  

• 1880年にエジソンによって刊行された、非常
に著名な科学論文誌 

• OCRされた論文誌データ(JSTOR)を利用 

• 実験では1990年代の論文を対象とします 
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・・・ 

1998 1999 1990 



 

• 先進のbioinformaticsは高度な統計学の
知識とデータマイニングの手法が必要です 

• 分子動力学法は物理学に則っていますが、
化学・生物学の多様な系に応用されます 

 

• Science誌は専門分野の論文誌ではないた
め、このような分野間の相関構造が強く表れ
るはずです 
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: 

 

• 目的: 文書 d のtopic proportion qd を
生成する際に、トピックの相関を埋め込む 

• 解: 一番簡単な相関を持つ分布といえば多
次元正規分布なので、素直にそれを使う 
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Correlated Topic Model 
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for トピック k = 1, 2, …, K 

topic-word proportion 𝜷𝑘 

for 文書d = 1, 2, …, Dt 

topic proportion 
𝜽𝑑|𝜼𝑑 = 𝜋 𝜼𝑑  

for 単語n = 1, 2, …, Nd 

topic-word assignment 

𝑧𝑑,𝑛|𝜽𝑑~Mult 𝜽𝑑  

word observation 

𝑥𝑑,𝑛|𝑧𝑑,𝑛, 𝜷𝑘 ~Mult 𝜷𝑧𝑑,𝑛  

𝜼𝑑|𝝁, 𝜮~N 𝝁, 𝜮  

𝜋 𝒗 =
exp 𝑣𝑘
 exp 𝑣𝑙𝑙

 

pはsoft-max関数 



:  

• 共分散行列 S の効果でトピック分布に相関
が生まれます 

• 正規分布から生成される量はそのままは使
えないので、Soft-maxで足して1にします 
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𝜽𝑑|𝜼𝑑 = 𝜋 𝜼𝑑  

𝜼𝑑|𝝁, 𝜮~N 𝝁, 𝜮  

CTM 

K 
𝜽𝑑 

ℝ𝐾 

𝜼𝑑 

𝜋 𝒗 =
exp 𝑣𝑘
 exp 𝑣𝑙𝑙

 

pはsoft-max関数 



 

 

• 原因1: Soft-max関数のため、共役性
(conjugate)を利用できません  

 

 

 

• 原因2: 変分下限の評価も難しくなります 
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(collapsed) Gibbs sampling



 

• 通常通り、Jensenによる下限を与えたあとに、
さらに近似が必要です 

• 詳しくは[Blei & Lafferty, 07]のAppendix
をご覧ください 
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log 𝑝 𝑿|𝝁, 𝜮, 𝜷 ≥ E𝑞 log 𝑝 𝜼|𝝁, 𝜮 + E𝑞 log 𝑝 𝑧𝑑,𝑛|𝜼

𝑑,𝑛

 

+ E𝑞 log 𝑝 𝑥𝑑,𝑛|𝑧𝑑,𝑛, 𝜷

𝑑,𝑛

+𝐻 𝑞  
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[Blei & Lafferty, 2007] 
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[Blei & Lafferty, 2007] 
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[Blei & Lafferty, 2007] 



: Correlated Topic 

Models 

• トピック分布に、トピック間の相関を導入した
モデルです 

 

• 多次元正規分布でトピック間の関係を表現し
ます 

 

• 非常に有名で、後の各種トピックモデルに大
きな影響を与えた仕事です。必須です。 
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PAM:  

Pachinko Allocation Model 

[Li & McCallum, 2006] 

23 

Li and McCallum,   
“Pachinko Allocation: DAG-Structured Mixture Models 
of Topic Correlations”,  
in Proc. ICML, 2006.  



CTM  

 

• 各トピックが同じレベルにあるからです 

• トピックの階層構造（上下関係・包含関係）が
適したデータの存在は容易に想像されます 
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医療 経済 

新薬開発 地方医療 貿易自由化 金融危機 再生医療 



: Pachinko Allocation 

Model (PAM) 

• トピック間の関係・相関を一般的に表現する
モデルです 

 

• トピック間の階層構造を基本として、パチンコ
玉が落ちるように単語を生成します 

 

• 複数トピックの共起なども表現できます 
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: (DAG; 

Directed Acyclic Graph) 

• 有向：ノード間のリンクは方向があります 

• 非巡回：リンクをたどって、元のノードに戻っ
てくることがありません 

• 木構造はDAGのさらに特殊な例です 
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DAG LDA  
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各ドキュメント d ごとに 

・・・ 

・・・ 

k

v 

𝜽𝑑~Dirichlet 𝜶  
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DAG LDA  
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各ドキュメント d ごとに 

・・・ 

・・・ 

𝑧𝑑,𝑛 = 𝑘~Multinomial 𝜽𝑑  

𝑥𝑑,𝑛 = 𝑣~Multinomial 𝜷𝑧𝑑,𝑛  

v 



:  

DAG  
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各ドキュメント d ごとに 

・・・ 

・・・ 
v 



“ ”
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各ドキュメント d ごとに 

・・・ 

・・・ 
v 



PAM  

 

• 独立なトピックに対して、DAGで表現できる
ノード間の関係・構造をすべて持ち込めます 

• interiorノード間の遷移確率は任意の確率
分布でOK（Dir-Multが一番楽です） 

 

• interiorノードをどのように入れても、完全に
統一的な記述で表記可能です (これについ
ては原論文を参照) 
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PAM : four-level PAM 

33 

各ドキュメント d ごとに 

・・・ 

・・・ 

s

v 

k 

・・・ 

医療 

経済 

新薬開発 

地方医療 

貿易自由化 

金融危機 

再生医療 



34 

LDA 

𝑧𝑑,𝑛 𝑥𝑑,𝑛 

𝜷𝑘 

𝜽𝑑 𝜶 

n=1, …, Nd 

k=1, …, K 

d=1, …, D 

解析 

計算機 

データ 

.04 

.05 

.03 
… … 

リンク 

ソーシャル 

マイニング 

.04 

.01 

.02 

… … 

構造 

機械学習 

最適 

.03 

.04 

.01 
… … 

K 

n=1 

n=2 

n=3 

・・・ 

𝜽𝑑 

𝑧𝑑,𝑛 

𝑥𝑑,𝑛 

𝜷𝑘 

[石黒 & 竹内, 2012] 
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four level PAM 

𝑧𝑑,2,𝑛 𝑥𝑑,𝑛 
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for トピック k = 1, 2, …, K 

topic-word proportion 𝜷𝑘|𝜷0~Dir 𝜷0  

for 文書d = 1, 2, …, Dt 

super-topic proportion 𝜽𝑑,1|𝜶1~Dir 𝜶1  

for superトピック s = 1, 2, …, S 

super-topic - topic proportion 

𝜽𝑑,2,𝑠|𝜶2,𝑠~Dir 𝜶2,𝑠  

for 単語n = 1, 2, …, Nd 
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for トピック k = 1, 2, …, K 

topic-word proportion 𝜷𝑘 

for 文書d = 1, 2, …, Dt 

super-topic proportion 𝜽𝑑,1 

for 単語n = 1, 2, …, Nd 

topic-word assignment 

𝑧𝑑,3,𝑛|𝑧𝑑,2,𝑛, 𝜽𝑑,2,𝑠~Mult 𝜽𝑑,2,𝑧𝑑,2,𝑛  

word observation 

𝑥𝑑,𝑛|𝑧𝑑,3,𝑛, 𝜷𝑘 ~Mult 𝜷𝑧𝑑,3,𝑛  

for superトピック s = 1, 2, …, S 

super-topic - topic proportion 𝜽𝑑,2,𝑠 

root node (const.) 𝒛𝑑,1,𝑛 

super-topic - word assignment 

𝑧𝑑,2,𝑛|𝜽𝑑,1~Mult 𝜽𝑑,1  



Dirichlet-Multinomial  

 

38 

s
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Dirichlet-Multinomial  
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s
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𝑧𝑑,3,𝑛|𝑧𝑑,2,𝑛, 𝜽𝑑,2,𝑠~Mult 𝜽𝑑,2,𝑧𝑑,2,𝑛  

𝑥𝑑,𝑛|𝑧𝑑,3,𝑛, 𝜷𝑘 ~Mult 𝜷𝑧𝑑,3,𝑛  

𝑧𝑑,2,𝑛|𝜽𝑑,1~Mult 𝜽𝑑,1  



Dirichlet-Multinomial  

 

• つまり、この調子で何段でも階層を重ねていく
ことができます 

 

• 単純ながら、有効なモデル化戦略といえるで
しょう 
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• パラメータは積分消去可能 

• 隠れ変数はGibbs samplingで最適化 

–モデルの階層性から、変分ベイズでは局所解が
多すぎるようです 

• ハイパーパラメータ a はモーメントマッチング
で最適化します 

 

•  モデルの複雑さに反して、式の導出・計算
結果は非常にシンプルです 
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Gibbs  

• 通常のLDA(Dirichlet-Multinomial)と同じ
構造を持ちます 
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𝑝 𝑧𝑑,2,𝑛 = 𝑠, 𝑧𝑑,3,𝑛 = 𝑘|𝑥𝑑,𝑛 = 𝑤,𝑿¬ 𝑑,𝑛 , 𝜶1, 𝜶2, 𝜷𝟎 ∝ 

𝑚𝑑𝑠 + 𝛼1,𝑠

 𝑚𝑑𝑠′ + 𝛼1,𝑠′𝑠′

𝑚𝑑𝑠𝑘 + 𝛼2,𝑠,𝑘

 𝑚𝑑𝑠𝑘′ + 𝛼2,𝑠,𝑘′𝑘′

𝑚𝑘𝑤 + 𝛽0,𝑤

 𝑚𝑘𝑤′ + 𝛽0,𝑤′𝑤′
 

k
w

d
s

d
s

k



 a  

• 普通は周辺化尤度最大化やhyper priorを
仮定して推定します 

• 論文ではモーメントマッチを利用しています 

–申し訳ありませんが、講師には導出の根拠がわ
かりませんでした  
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44 

[Li and McCaullum, 2006] 
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[Li and McCallum, 2006] 



: Pachinko Allocation 

Model 

• トピック間の関係構造をモデル化する、非常
に柔軟かつ一般的なモデルです 

 

• DAGによって、トピック間を任意の順番で連
結してtopic pathを作ります 

 

• 複雑なモデルですが、Gibbs samplingでシ
ンプルかつ直観的な推論過程を実現 
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• 論文では、一般のPAMについて生成モデル
を説明しています 

 

• また、interior nodeはすべて 

– q ~ Dir の確率のもとで 

– z ~ Multi をサンプリングする 

 として表記が統一されています 
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Multi-grained Topic model 

for aspect rating 

[Titov & McDonald, 2008] 
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Titov and McDonald,   
“Modeling Online Reviews with Multi-grained Topic 
Models”,  
in Proc. WWW, 2008.  



 

 

• レビュー記事はトピックモデル解析の典型的
な対象です 
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amazon.co.jp Hotels.com 



Aspect rating 
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Hotels.com 

総合評価 

立地 

食事 

観光地への 
アクセス 

アメニティ 

aspects 



Aspect  

• 統計モデルによる客観的・自動的なaspect

分析が可能となると、より詳細なサービス評
価・レビュー解析が可能になります 
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amazon.co.jp 

値段: A 

性能: A 

アフターサービス: C 

使いやすさ: B 

総合評価: 4 

ratable 
aspects 



: Multi-grained Topic 

Models 

• 主にレビュー記事を対象に、文章を全体的な
トピックとaspectに関するトピックに分解する
モデルです 

 

• トピックの相関ではなく、トピックの種類を増
やした構造をもつモデルです 

 

• 推論はモデルの複雑さに反してシンプルです 

52 



:  

2  
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ホテル記事ならば・・・”ロンドンのホテル” “ビジネスホテル”など 

ホテル記事ならば・・・”アクセス” “値段” “食事” “立地” “部屋の広さ”など 
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.03 

.03 

.02 
… … 

おいしい 

ルームサービス 

味が濃い 

.03 

.07 

.02 
… … 



: Sliding window 

• local topicは文章の一部でしか出てこない
ので、sliding windowで局所的にモデル化 

54 
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[石黒 & 竹内, 2012] 
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Multi-grained Topic Models (ハイパーパラメータを省略) 

𝑟𝑑,𝑛 𝑥𝑑,𝑛 

𝜽𝑑
𝑔 

n=1, …, Nd 

k=1, …, Kg 

d=1, …, D 

𝑧𝑑,𝑛 

𝜽𝑑,𝑣
𝑙 

𝑣𝑑,𝑛 

s=1, …, Sd 

𝜋𝑑,𝑣 

𝜷𝑘
𝑔 𝜷𝑘

𝑙 

𝝍𝑑,𝑠 

v=1, …, Vd 

k=1, …, Kl 

sliding window v sentence s 

global topic 
local topic 
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for 文書d = 1, 2, …, Dt 

global-topic proportion 𝜽𝑑
𝑔|𝜶𝑔~Dir 𝜶𝑔  

for sentence s = 1, 2, …, Sd 

window proportion 𝝍𝑑,𝑠|𝜸~Dir 𝜸  

for sliding window v = 1, 2, …, Vd 

global-local proportion 𝜋𝑑,𝑣|𝜶
𝑚𝑖𝑥~Beta 𝜶𝑚𝑖𝑥  

local-topic  proportion 𝜽𝑑,𝑣
𝑙|𝜶𝑙~Dir 𝜶𝑙  

for Localトピック k = 1, 2, …, Kl 

local topic-word proportion 𝜷𝑘
𝑙|𝜷0
𝑙~Dir 𝜷0

𝑙  

for Globalトピック k = 1, 2, …, Kg 

global topic-word proportion 𝜷𝑘
𝑔|𝜷0

𝑔~Dir 𝜷0
𝑔  
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for 文書d = 1, 2, …, Dt 

for 単語n = 1, 2, …, Nd in sentence s 

topic-word assignment 

𝑧𝑑,𝑛|𝑟𝑑,𝑛, 𝜽𝑑~Mult 𝜽𝑑,(𝑣)
𝑟𝑑,𝑛  

word observation 

𝑥𝑑,𝑛|𝑧𝑑,𝑛, 𝑟𝑑,𝑛, 𝜷𝑘 ~Mult 𝜷𝑧𝑑,𝑛
𝑟𝑑,𝑛  

global/local-word assignment 

𝑟𝑑,𝑛|𝜋𝑑,𝑣 , 𝑣𝑑,𝑛~Bernoulli 𝜋𝑑,𝑣𝑑,𝑛  

global-topic proportion 𝜽𝑑
𝑔 

for sentence s = 1, 2, …, Sd window proportion 𝝍𝑑,𝑠 

for sliding window v = 1, 2, …, Vd 
global-local proportion 𝝅𝑑,𝑣 

local-topic  proportion 𝜽𝑑,𝑣
𝑙 

window-word assignment 

𝑣𝑑,𝑛|𝝍𝑑,𝑠~Mult 𝝍𝑑,𝑠  



sliding window Dirichlet-

Multinomial  
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地下鉄 

五輪 

ロンドン 

.04 

.05 

.03 
… … 

駅前 

徒歩圏内 

バス 

.03 

.04 

.01 
… … 

sentence sの 
window選択確率 

window vのglobal/local割合 

選んだトピックの種類の中で実際のトピックを決定 

𝜽𝑑
𝑔|𝜶𝑔~Dir 𝜶𝑔  

𝝍𝑑,𝑠|𝜸~Dir 𝜸  

𝜋𝑑,𝑣|𝜶
𝑚𝑖𝑥~Beta 𝜶𝑚𝑖𝑥  

𝜽𝑑,𝑣
𝑙|𝜶𝑙~Dir 𝜶𝑙  



sliding window Dirichlet-

Multinomial  
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𝑧𝑑,𝑛|𝑟𝑑,𝑛, 𝜽𝑑~Mult 𝜽𝑑,(𝑣)
𝑟𝑑,𝑛  

𝑟𝑑,𝑛|𝜋𝑑,𝑣 , 𝑣𝑑,𝑛~Bernoulli 𝜋𝑑,𝑣𝑑,𝑛  

𝑣𝑑,𝑛|𝝍𝑑,𝑠~Mult 𝝍𝑑,𝑠  

地下鉄 

五輪 

ロンドン 

.04 

.05 

.03 
… … 

駅前 

徒歩圏内 

バス 

.03 

.04 

.01 
… … 

sentence s 内の単語 n が 
生成されるwindow v 

window v のglobal/local割合でトピックの種類を選択 

選んだトピックの種類の中で実際のトピック k を決定 



 

• パラメータは積分消去可能 

• 隠れ変数はGibbs samplingで最適化 

 

•  PAMと同様に、モデルの複雑さに反して、
式の導出・計算結果は非常にシンプルです 
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Gibbs  

• 通常のLDA(Dirichlet-Multinomial)とほと
んど同じ式を導出できます 
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𝑝 𝑣𝑑,𝑛 = 𝑣, 𝑟𝑑,𝑛 = 𝑔, 𝑧𝑑,𝑛 = 𝑘|𝑥𝑑,𝑛 = 𝑤, 𝑿, 𝑽, 𝑹, 𝒁 ¬ 𝑑,𝑛   

∝
𝑚𝑑𝑠𝑣 + 𝛾𝑣

 𝑚ds𝑣′ + 𝛾𝑣′𝑣′

𝑚𝑑𝑣𝑔 + 𝛼𝑔
𝑚𝑖𝑥

 𝑚𝑑𝑣𝑟′ + 𝛼𝑟′
𝑚𝑖𝑥

𝑟′∈ 𝑔,𝑙

 

k w

 s 
 v 

d v 

d  k 

×
𝑚𝑑𝑘
𝑔 + 𝛼𝑘

𝑔

 𝑚𝑑𝑘′
𝑔 + 𝛼𝑘′

𝑔
𝑘′

𝑚𝑘𝑣
𝑔 + 𝛽0,𝑤

𝑔

 𝑚𝑘𝑤′
𝑔 + 𝛽0,𝑤′

𝑔
𝑤′

 



Gibbs  

• 通常のLDA(Dirichlet-Multinomial)とほと
んど同じ式を導出できます 
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𝑝 𝑣𝑑,𝑛 = 𝑣, 𝑟𝑑,𝑛 = 𝑙, 𝑧𝑑,𝑛 = 𝑘|𝑥𝑑,𝑛 = 𝑤, 𝑿, 𝑽, 𝑹, 𝒁 ¬ 𝑑,𝑛   

∝
𝑚𝑑𝑠𝑣 + 𝛾𝑣

 𝑚ds𝑣′ + 𝛾𝑣′𝑣′

𝑚𝑑𝑣𝑙 + 𝛼𝑙
𝑚𝑖𝑥

 𝑚𝑑𝑣𝑟′ + 𝛼𝑟′
𝑚𝑖𝑥

𝑟′∈ 𝑔,𝑙

 

k w

 s 
 v 

d v 

d  k 

×
𝑚𝑑𝑘
𝑙 + 𝛼𝑘

𝑙

 𝑚𝑑𝑘′
𝑙 + 𝛼𝑘′

𝑙
𝑘′

𝑚𝑘𝑣
𝑙 + 𝛽0,𝑤

𝑙

 𝑚𝑘𝑤′
𝑙 + 𝛽0,𝑤′

𝑙
𝑤′
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[Titov & McDonald, 2008] 
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[Titov & McDonald, 2008] 



: Multi-grained Topic 

Models 

• 主にレビュー記事を対象に、文章を全体的な
トピックとaspectに関するトピックに分解する
モデルです 

 

• Sliding windowを基準にしたトピックモデル
になります 

 

• 推論はモデルの複雑さに反してシンプルです 
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