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EMアルゴリズムの関連話題
– Wake-Sleep アルゴリズムと再帰的 EM –

Two related subjects of the EM algorithm

– The Wake-Sleep algorithm and the recursive EM algorithm–

池田 思朗∗

Shiro Ikeda

Abstract: In this article, we show two topics of the EM (expectation-maximization) al-
gorithm. One is the Wake-Sleep (W-S) algorithm which is proposed by P. Dayan and G.
Hinton. The algorithm was believed to converge by the similarity between W-S and EM
algorithms. But we have clarified that they are different and the convergence is not clear in
general cases. The other topic is the recursive EM algorithm. This algorithm approximate
the Fisher’s scoring method by using the EM algorithm recursively and tries to acceler-
ate the EM algorithm. We show the background of the algorithm and some numerical
simulations.

1 はじめに
EM(Expectation Maximization)アルゴリズムは，直

接観測できない確率変数をもつ確率モデルの最尤推定の

ために，Dempsterら [4]によって提案された．EMアル
ゴリズムは様々なモデルに広く用いられており，音声認識

で広く使われているHMM (Hidden Markov Model)[10]
などでは大きな成功を納めている．具体的な計算はモデ

ル毎に異なるが，EMアルゴリズムは繰り返し演算で最
尤推定を求める手法である．各繰り返しで行う演算は通

常簡単であり，その導出も容易であることが EM の特

徴である．

今回は IBIS に招待されたことから，以前から行なっ
てきた EMアルゴリズムに関する話題を提共したい．こ
こでは特に 2つの話題について述べる．

1つめの話題は Wake-Sleep アルゴリズムについてで
ある．このアルゴリズムは，Helmholtz マシン [3, 5]に
対する学習則として提案された．当初 Helmholtz マシ
ンは {0, 1} を確率的に出力する細胞が集まったネット
ワークとして提案された．Helmholtz マシンは 2つの層
から成り，その層の間で双方向に 2のモデルを別のパラ
メータによって定義する．このモデルに対し提案された
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学習則 Wake-Sleepアルゴリズムはその単純さから注目
を浴びたが収束性については明らかではなかった．この

収束性について説明した結果を紹介する．

2つめは再帰的 EM アルゴリズムである．
EM アルゴリズムは一般に収束が遅い．一方，最尤推

定法の 1つである Fisher のスコアリング法 (スコアリ
ング法) [8] は EMアルゴリズムと同様に繰り返し演算
で最尤推定を行い，収束は EMアルゴリズムよりも速
い．ただし，各繰り返し演算の計算では Fisherの情報
行列の逆行列を求めなければいけない．これは神経回路

網モデルなどでは計算が難しい．そこで，再帰的に EM
アルゴリズムを用いることで EMアルゴリズムとスコ
アリング法を結びつけることができることを示す．

このアルゴリズムは 2つの段階からなる．まず，与え
られたデータを用いて通常の EMアルゴリズムを行う．
次の段階では，与えられたデータではなく，モデル自身

がデータを作り出し，そのデータを用いて EMアルゴ
リズムを行う．この 2つの段階を通じて得たパラメータ
を用いると，単に EMアルゴリズムを行うよりも良い
パラメータを作りだせる．アルゴリズムの理論的導出と

計算機実験の結果を示す．

同様にスコアリング法を近似する手法は EM アルゴ
リズムを加速する方法としていくつか提案されている．

それらの手法と比べれば，再帰的な EM アルゴリズム
の計算量は等しいか少なくてすみ，安定している．また，



再帰的な EM も含め，これらのスコアリング法の近似

手法が，計算量も含めて EM アルゴリズムを加速して
いるかどうかは真の分布とモデルの分布との関係によっ

ており，一般には明らかではない．この点についてもシ

ミュレーションを通じて示す．

2 EMアルゴリズムと Wake-Sleep

アルゴリズム

2.1 EMアルゴリズム

確率変数を X = (Y, Z) とし，Y は観測できる確率変
数，Zは観測できない隠れた確率変数と定義する．p(x; θ)
= p(y, z; θ) である．ここでは，p(x; θ) は指数型分布族
であるとして扱う．

p(x; θ) = exp

(
n∑

i=1

θiri(x) − k(r(x)) − ψ(θ)

)
. (1)

θ = (θ1, · · · , θn)T は自然母数と呼ばれ ψ(θ) はその
関数である．また r(x) = (r1(x), · · · , rn(x))T であり

k(r(x)) はその関数である．p(x; θ) の y についての周

辺分布は，

p(y; θ) = Ep(z;θ) [p(x; θ)] =
∫
p(x; θ)dµ(z)

と表され p(x; θ) が指数型分布族であっても p(y; θ) は
必ずしも指数型分布族には属さない．

サンプルとして得られるデータは観測できる確率

変数 y についての経験分布 q̂(y) =
∑N

s=1 δ(ys)/N
{y1, · · · , yN} のみである．q̂(y) から θ を推定したい．

l(y; θ) = log p(y; θ) とすると対数尤度は，

L(Y N ; θ) def=
1
N

N∑
s=1

l(ys; θ) = Eq̂(y) [l(y; θ)],

となる．この最尤推定を行う場合に EMアルゴリズム
を適用できる．

EM アルゴリズムは繰り返し演算で最尤推定を求め

るアルゴリズムであり，ある初期パラメータ θ0 からパ

ラメータを更新していく．新しいパラメータ {θt} (t =
1, 2, 3, · · ·) を求める際には，次の 2つの手続きを行う．

• Expectation-ステップ: Q(θ, θt)を計算する

Q(θ, θt) = Eq̂(y)p(z|y;θt) [l(y, z; θ)]

• Maximization-ステップ: Q(θ, θt)を最大にするパ
ラメータを求める．

θt+1 = argmax
θ

Q(θ, θt)

EM ステップにより θt から θt+1 を得るが，この新

たなパラメータに関して尤度の増加 L(Y N ; θt+1) ≥
L(Y N ; θt)が示せる [4]．EMステップを繰り返すとパラ
メータは収束し，これが最尤推定であると考えられる．

EMアルゴリズムの情報幾何的な解釈としては甘利 [2]
が行なった結果がある．確率変数Xを考え，確率密度関

数 p(x)の空間 S考える．パラメタ θで表現される確率

密度関数 p(x; θ)を確率モデルとすると，集合 {p(x; θ)}
は空間 S の中で部分多様体を成す．これをモデル多様

体M と呼ぶことにする．一方，周辺分布が観測データ

の経験分布に一致する分布全体を観測多様体Dと呼ぶ．

この 2つの多様体の間を e 射影と m 射影 [1]を繰り返
すのが EM アルゴリズムと考えられる (図 1)．
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図 1: EM アルゴリズムの情報幾何的な解釈

2.2 Helmholtz マシンと W-S アルゴリズ
ム
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図 2: Helmholtz マシン

ここで Helmholtz マシン [3] とその学習法であ
る Wake-Sleep (W-S) アルゴリズムについて述べる．
Helmholtz マシンは，神経回路網モデルの 1 つとして
提案された．このモデルには外部からの信号を受ける下



位の細胞の層と外からは直接観測できない高次の細胞の

層がある．ここでは簡単のために高次の細胞は 1つとす
る．この 2 つの層からなるネットワークに 2 組のパラ
メータを与える．1つは入力を外から受け，入力層から
高次への結合を持つ認識モデル (recognition model) で
あり，もう 1つは高次から低次への結合を持つ生成モデ
ル (generative model)である．前章の内容に合わせて書
くと認識モデルはモデル多様体M を表わし，生成モデ

ルはデータ多様体 D を表わしている．この 2つの多様
体に別々のパラメータを与えたのが Helmholtz マシン
である．

最も単純な例としては，線型なモデルに正規分布のノ

イズを加えたものがあげられる．これは因子を 1つもつ
因子分析のモデルと同値である [9]．認識モデルと生成
モデルを以下に示す．

認識モデル z = rT y + δ,
r は n 次元の実ベクトルで δ ∼ N (0, s2) は雑音
である．これは z を観測できない確率変数として，

y が与えられたときの z の条件付き確率を記述し

たモデルである．これによってデータ多様体 D を

構成できる．

生成モデル y = zg + ε,
y = (y1, · · · , yn)T は n 次元の実ベクトルであり，

z ∼ N (0, 1) は隠れ変数である．g は “因子負荷”
と呼ばれ，ε ∼ N (0, Σ) は正規分布に従う雑音で
ある．ただしその共分散行列は対角行列である．

Σ = diag(σ2
i ). 生成モデルは y と z の確率分布を

与えるものであり，モデル多様体 M を構成する．

データ y1, · · · , yN が与えられたとき，モデルのパラ

メータを最尤推定したい．W-S アルゴリズムもこの目
的で提案された．W-S アルゴリズムでは，次の手続き
によって学習を行なう [9]．

Wake-phase: データ {ys} から y をランダムに選び，

認識モデルを用いて z を生成する，z = rT
t y +

δ, δ ∼ N (0, s2t ). 生成モデルの g と Σ を次のよう

に更新する．α は小さな正の定数で β は 1から少
しだけ小さい定数， はこのようにして得られた

y と z についての平均である．

gt+1 = gt + α(x − gty)y (2)

σ2
i,t+1 = βσ2

i,t + (1 − β)(xi − gi,ty)2, (3)

Sleep-phase: 生成モデルに従って y = zgt+1 + ε, z ∼
N (0, 1), ε ∼ N (0, diag(σ2

t+1)), y と z を生成す

る．r s2 を次のように更新する．

rt+1 = rt + α(y − rT
t x)x (4)

s2t+1 = q(η)βs2t + (1 − β)(y − rT
t x)2. (5)

W-Sアルゴリズムは実現が容易であること，localな情
報のみから学習できることから注目を集めた．当初，EM
との類似性からその収束性が信じられていたが，パラメー

タの更新則を考えると必ずしもその収束性は明らかでは

ない．y についての経験分布を q̂(y)として，認識モデル
を q̂(y)q(z|y; r, s2) = q(η)生成モデルを p(y, z; g, Σ) =
p(θ) と書くと，KL(, ) をKullback-Leibler のダイバー
ジェンス，γを小さな定数として，

W-phase:

θt+1 = θt + γ
∂KL(q(ηt), p(θt))

∂θ

S-phase:

ηt+1 = ηt + γ
∂KL(p(θt+1), q(ηt))

∂η

と書ける．KL ダイバージェンスは対称ではないので，
W-phase と S-phase では異なる量を最小化しているこ
とが分る．線型のモデルの場合には常に p(z|y; g, Σ) =
q(z|y; r, s2) となる {r, s2} が存在し，Sleep phase を
十分長く取ることでKL(p(θt+1), q(η))を最小にする η

はKL(q(η), p(θt+1)) も最小にすることが分り，収束性
が確認できる [6]．
ここでは因子が 1つのモデルについてのみ述べた．一

般の因子分析のモデルでは z はベクトルとなり z に関

して認識モデルと生成モデルを定義でき，W-Sアルゴ
リズムも作れる．しかし，認識モデルのノイズの共分散

行列が対角行列とならないことからWake-phaseがロー
カルなデータの生成モデルでなくなり，神経回路網モデ

ルとしてはあまり面白味がない．

Helmholtz マシンの特徴は M 多様体と D 多様体に

別のパラメータを用いることである．これに対し EMを
行なうことはできる．一方 W-S アルゴリズムを行なう
場合にはそれぞれの phase で異なる関数を最小化して
いるため，一般的には収束性が明らかでない．

3 再帰的EMアルゴリズム

3.1 EMアルゴリズムとスコアリング法との
関係

ここでは再帰的 EM アルゴリズムについて説明する．



まず，EM アルゴリズムの一回の EM ステップを通

じて得られるパラメータの性質について述べる．一回の

EMステップで θt から θt+1 が得られたとする．このと

き次の近似が成り立つ (証明に関しては [8](3.76),[12] を
参照のこと)．なお，この近似が成り立つのは，指数型分
布族の場合のみで，曲指数型分布族では成り立たない．

θt+1 � θt +GX
−1(θt)∂L(Y N ; θt). (6)

ここで ∂ = (∂1, · · · , ∂n)T = (∂/∂θ1 , · · · , ∂/∂θn)T であ

り，GX(θ) = (gXij(θ)) は確率分布 p(x; θ) の Fisher
情報行列である．定義は，次の通りである．

gXij(θ) = Ep(x;θ) [∂il(x; θ)∂j l(x; θ)]

= −Ep(x;θ) [∂i∂j l(x; θ)].

次に Fisher のスコアリング法について述べる．スコ
アリング法も繰り返し演算によってパラメータを更新す

るが，その更新ルールは，

θt+1 = θt +GY
−1(θt)∂L(Y N ; θt), (7)

と表される．スコアリング法は EMアルゴリズムより
も収束が速いことが知られている．これは (6)式と (7)
式の係数行列 GX(θ)−1 と GY (θ)−1 の差によって生じ

る．GY (θ) = (gY ij(θ)) もGX(θ) と同様に Fisher情報
量行列であるが周辺分布 p(y; θ) の情報量行列である．

gY ij(θ) = Ep(y;θ) [∂il(y; θ)∂j l(y; θ)]

= −Ep(y;θ) [∂i∂j l(y; θ)].

GX(θ) と GY (θ) との間には次の関係式が成り立つ．

GY (θ) = GX(θ) −GZ|Y (θ) (8)

GZ|Y = (gZ|Y ij
(θ))は次のように定まる条件付きFisher

情報量行列である．

gZ|Y ij
(θ) = −Ep(y;θ)

[
Ep(z|y;θ) [∂i∂j l(z|y; θ)]

]
= Ep(y;θ)

[
gZ|yij

(θ)
]
.

GY，GX，GZ|Y は一般に正定値対称行列である．
スコアリング法で用いる Fisher 情報量行列 GY

−1 は

EMアルゴリズムの対象となる確率分布では直接求める
ことが難しい．そこで，EMアルゴリズムを用いてスコ
アリング法を近似する手法を提案した．理論的導出には

次の定理が重要となる．

定理 1. GY
−1 は次のように GX, GZ|Y によって展開

できる．

GY
−1 =

(
I +

∞∑
i=1

(GX
−1GZ|Y )i

)
GX

−1 (9)

証明 (9)式は，GY，GX，GZ|Y の同時対角化によ

り簡単に導かれる [8]．
この結果を用いると (7) 式は，

θt+1 = θt +GY
−1∂L(Y N ; θt)

= θt +GX
−1∂L(Y N ; θt)

+GX
−1GZ|YGX

−1∂L(Y N ; θt)

+(GX
−1GZ|Y )2GX

−1∂L(Y N ; θt)

+ · · · (10)

と書き直せる．(6)式と (10)式を比べると，EMアルゴ
リズムはスコアリング法を GX で展開したときの 1次
近似だとみなせる．

3.2 再帰的EMアルゴリズム

スコアリング法はパラメータ θ を計量 GY に基づい

て最急降下の方向に更新していく．これは通常 EM ア
ルゴリズムよりも収束が速い．しかし，GY

−1 の計算は

簡単でない場合も多い．EMアルゴリズムを再帰的に用
いてスコアリング法を近似する手法について説明する．

ある θt から一度 EM ステップを行い，パラメータ

を一度更新したとする．このとき得られた θt+1 は，一

つの確率分布 p(y; θt+1) を与える．そこで，経験分布の
q̂(y)の代わりに p(y; θt+1)を真の分布としてパラメータ
θt を EMステップで更新する．もし p(y; θt+1) が連続
分布の場合には p(y; θt+1)にしたがってデータを生成し
て，そのデータを用いて学習を行う．離散分布の場合に

は p(y; θt+1)そのものを真の分布として学習を行えば良
い．EM ステップを 1回行ったあとで得られたパラメー
タを θ̄t+1 とすると，この新たに得られたパラメータは

θt とも θt+1 とも異なる．θt，θt+1，θ̄t+1 の 3 つのパ
ラメータから，より良い推定量を作り出す (図 3)．まず
θ̄t+1 の持つ性質を示す．

定理 2. p(y; θt+1) を真の分布とし，θt から一度 EM ス
テップを行い，得られたパラメータを θ̄t+1 とする．こ

のとき，θ̄t+1 には次の性質がある．

θ̄t+1 − θt � GX
−1GYGX

−1∂L(Y N ; θt). (11)

証明 付録 Aを参照のこと．
(6)式，(8)式と (11)式から，

θ̄t+1 − θt

� GX
−1(GX −GZ|Y )GX

−1∂L(Y N ; θt)

� (θt+1 − θt) −GX
−1GZ|YGX

−1∂L(Y N ; θt)

(12)



図 3: アルゴリズムの概要

が得られる．スコアリング法の 2次の項の近似は．

GX
−1GZ|YGX

−1∂L(Y N ; θt)

� (θt+1 − θt) − (θ̄t+1 − θt) = θt+1 − θ̄t+1,

となる．スコアリング法の 2次までの近似は，

θ′ = 2θt+1 − θ̄t+1

= θt + (θt+1 − θt) + (θt+1 − θ̄t+1)

� θt +GX
−1(I +GZ|YGX

−1)∂L(Y N ; θt),

とすればよい．また，同様の手法を用いて更に高次まで

スコアリング法を近似できる．

系 1. p(y; θ̄t+i−1)を真の分布 (教師)として θt から EM
ステップを一回行い，得られたパラメータを θ̄t+i とす

る (i = 1, 2, · · · , であり，θ̄t = θt+1 と定める)．θ̄t+i は

次の性質を持つ．

θ̄t+i − θt � (GX
−1GY )iGX

−1∂L(Y N ; θt)

= (I −GX
−1GZ|Y )iGX

−1∂L(Y N ; θt)

証明 定理 2の証明と同じ方法で行えば良い (付録A)．
この結果を用いると，θ̄t, · · · , θ̄t+i, と θt から，

(GX
−1GZ|Y )iGX

−1∂L(Y N ; θt) が近似でき，スコアリ
ング法を i次まで近似できる．ただし，対象とするモデ

ルが連続分布の場合，次章のシミュレーションのように

Monte Carlo 的な手法を用いる必要があるため，2 次以
上の近似は誤差が大きくなり安定しない．

また i ≥ n であれば，それ以上は線型従属となるか

ら，実際に EMステップを行うまでもなく，線形演算で
より高次の近似を順次求めることができる．
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図 4: 学習に使った 2つのモデル

3.3 シミュレーション

実際にアルゴリズムがどのように働くかを知るため

に，2次元の正規混合分布 [13]を用いて実験を行った．
図 4に 2つのモデルの密度関数を示す．両方とも 6 つ
の正規分布の重ね合わせで定義されている．ただし，モ

デル 2では分散が大きいので，個々の正規分布は全体の
分布からは確認できない．

混合正規分布に対する EMアルゴリズムは簡単で，そ
の計算量は少ない．アルゴリズムを使って次のように実

験を行った．

1. 教師分布から y について 1000 個のサンプルを作
る．モデルの初期分布のパラメータ θ0 を定める．

2. 教師分布から得られたデータを用いて，EMステッ
プを一回行い，θt から θt+1 を得る．

3. 1000個の新しいデータを p(y; θt+1)から生成する．

4. 新しく作られたデータを用いて，EMステップを
一回行い，θt から θ̄t+1 を求める．

5. 新しいパラメータを θnew = 2θt+1 − θ̄t+1 とし，

θt = θnew と定めて，2 へもどる．
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図 5: 対数尤度の変化

学習の際に尤度がどのように変化していくかを図 5に示
す．提案するアルゴリズムでは完全に収束すせず，絶え

ずふらついてる．



ここで，計算量の点から提案するアルゴリズムの 1ス
テップを見直してみる．提案するアルゴリズムの 1 ス
テップは実際には 2ステップの EMアルゴリズムを含
んでいる．もし，計算量も含めてEMアルゴリズムと速
さを比べるのであれば，提案するアルゴリズムの横軸を

変えて比べる方が適切であろう．図 6に結果を示す．
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図 6: 計算量を考慮した対数尤度の変化

後半のふらつきをなくし，途中から通常の EMアル
ゴリズムに変えることを考える．ここでは，切替えるタ

イミングを決めるため，

λ(t) = ηλ(t − 1) + (1 − η)L(Y N ; θt), t = 1, · · · ,
λ(0) = L(Y N ; θ0) (13)

という関数を用いて λ(t)の値が下がったら，通常のEM
アルゴリズムに切替えることにした．なお，η は 0.7と
した．結果を図 7に示す．この結果をみると，ほぼ 3倍
程度収束が速いことがわかる．提案したアルゴリズムと

EMアルゴリズムを組み合わせることで，速く収束する
アルゴリズムを構成できる．
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図 7: EMアルゴリズムと組合せた場合

3.4 考察

情報幾何的にはこのアルゴリズムは図 8のように理解
できる．図中の D とM は図 1と同様である．再帰的に

M

S

D

D’

θ t+2

e−projection m−projection

θ t

θ t+1_

θ t+1

図 8: 再帰的 EM アルゴリズムの幾何

EM を用いるときには，一度 EM を行なった後，その
p(x; θt+1)からデータを作り，一度 EM ステップを行な
う．これは p(x; θt+1) を通る新たな多様体 D′ を作り，
この M と D′ との間で e-projection と m-projection
を行なっていることと等しい．この D′ と M の間で一

度 EM ステップを行なったものが θ̄t+1 である．これ

に対し，単に 2度 EMステップを行なった結果得られ
た θt+2 を図示してある．図中に 2つの三角形が示して
あるが，直感的には，全てが高次元の線型空間であれ

ば，2つの三角形は合同であり，θnew = θt+2 であるこ

とが確かめられる．もちろん D も M も多様体である

ので一般的には θnew �= θt+2であり，そのずれによって

L(Y N ; θnew) と L(Y N ; θt+2) のどちらの尤度が大きい
かは変わってくる．

ここに 1つの例を示す．前章のシミュレーションでは
図 4のモデル 1を真の分布とし，EM, 再帰的 EM の初
期モデルはモデル 2とした．これに対し，逆の状況を考
える．モデル 2 を真の分布として，モデル 1を初期モ
デルとして学習を始める．尤度の変化の様子を図 9に示
す．ここでは計算量は考えずに表示してある．

この結果から 2 次の近似をしてもほとんど収束の速
さは変わらず，高次の近似をする意味が無い．計算量ま

で考えるのであれば，ほぼ 2倍の計算量で得るものはほ
とんどないことが分る．このように，対象の分布とモデ

ルの初期分布によって，用いる効果があるかどうかは変

わってくる．

ここで紹介した再帰的な手法と同様に EM アルゴリ

ズムの加速に関しては様々な方法が提案されている．そ

のほとんどは再帰的EMアルゴリズムと同様にスコアリ
ング法の近似を用いている．したがって，上でしめした
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図 9: 真の分布と初期分布を変えた結果

問題はどの加速アルゴリズムも持っている問題である．

多くの加速アルゴリズムでは EM ステップを θt+1 =
EM (θt)という関数であると定義し，このヤコビアン J

と (θt+1 − θt) を用いて，スコアリング法の最急降下の
方向を展開し，EMアルゴリズムの加速としている．こ
の J は，ここでは GX

−1GZ|Y と示したものと近似的

に等しい．Aitken 加速では関数 θt+1 = EM (θt) から
直接そのヤコビアンとして J を求める [8]．ヤコビアン
を求めるのに必要な計算量は EM アルゴリズムの 1ス
テップと同じ程度であるとすれば，2次の近似を行うの
に対し，用いる計算量は同じ程度である．ただし，この

ようにして求めた J の固有値は必ずしも 0 と 1 の間に
存在しない．

Louis Turbo では [7] J の具体的な計算手順は与えら
れていない．これに対し Meng と Rubin は EM アルゴ
リズムを使って J を計算する方法を提案している [11]．
彼らの方法では J を求めるために，EMステップをパ
ラメータの数だけ行う．一度 J を求めてしまえば，ス

コアリング法を何次まででも近似できるが，2次の近似
を求めるためにもパラメータ数分の EMステップを行
う必要がある．一方，本論文で提案した手法では，2次
の近似を求めるためには，EMアルゴリズムを 2回行え
ば良く，高次の場合でも，それがパラメータ数以下なら

ば次数と同じ回数の EMを行えば良いだけである．そ
れ以上の場合には単なる線形演算を行えば良く，Meng
と Rubin の手法と比べ，パラメータ数よりも低い次数
の近似を得たいのならば計算量は少く，大きい次数の近

似には同じ計算量が必要となる．したがって Meng と
Rubin の手法と比べても本手法の方が計算量が少なく
てすむのである．

4 結び
本稿では EM アルゴリズムに関する 2つの話題を提

共した．Wake-Sleep アルゴリズムに関しては，KL ダ
イバージェンスの向きの違いから一般のモデルに対して

は収束性が明らかでないことを示した．ただし，認識モ

デルが生成モデルに含まれるような場合，Sleep phase
を十分長く取ることで必ず収束はする．この条件の元で

も Wake-Sleep アルゴリズム が有用な場合があるのか
を調べる必要があるだろう．

また再帰的 EM アルゴリズムを通じて EM アルゴリ
ズムとスコアリング法を結びつけ，一種の加速法となる

ことを示した．ただし，計算量も含めて常に EM アル
ゴリズムを加速するかは一般に明らかではない．今後の

課題として，加速となるのかどうかを，モデル多様体と

データ多様体との関係に基づいて明らかにすることを考

えている．
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A 定理 2の証明
(6)式より，

θt+1 − θt � GX
−1∂L(Y N ; θt)

= GX
−1∂

(
Eq̂(y) [l(y; θ)]

)∣∣∣
θ=θt

と書ける．q̂(y) を p(y; θt+1) と置き換え，(6)式の導出
と同様の手続きを行うと，

θ̄t+1 − θt � GX
−1∂

(
Ep(y;θt+1) [l(y; θ)]

)∣∣∣
θ=θt

= GX
−1

∫
p(y; θt+1)∂l(y; θ)

∣∣∣
θ=θt

dµ(y).

(14)

ここで p(y; θt+1) を次のように展開する，

p(y; θt+1) � p(y; θt)

+p(y; θt) (∂l(y; θt))
T (θt+1 − θt)

この結果を用いると (14)式は次のように近似できる．

θ̄t+1 − θt

� GX
−1

∫ (
p(y; θt)∂l(y; θt)

+p(y; θt)∂l(y; θt)∂l(y; θt)T (θt+1 − θt)
)
dµ(y)

= GX
−1

(∫
p(y; θt)∂l(y; θt)∂l(y; θt)Tdµ(y)

)
·(θt+1 − θt)

= GX
−1GY (θt+1 − θt)

� GX
−1GY GX

−1∂L(Y N ; θt).

ゆえに (11)式を得る．ここでは次の結果を用いた，∫
p(y; θt)∂l(y; θt)dµ(y) = 0.

また，連続の分布の場合，提案するアルゴリズムでは

Monte Carlo 法を用いたが θ̄t+1 が Monte Carlo 法の
影響で一点に定まらない．漸近的な θ̄t+1 の分布を示し

ておく．今 p(y; θt+1) にしたがって，サンプルを N ′ 個

生成したとする {ȳ1, · · · , ȳN′}．p̂(y; θt+1)を次のように
定める．

p̂(y; θt+1) =
1
N ′

N′∑
i=1

δ(y − ȳi)

また θ∗
t+1 を p̂(y; θt+1) に対する最尤推定点とする．こ

れらを用いて 2 次まで (14)式を展開する．∫
p̂(y; θt+1)∂l(y; θ)

∣∣∣
θ=θt

dµ(y).

= Ep̂(y;θt+1)

[
∂l(y; θ∗

t+1)
]

(15)

−Ep̂(y;θt+1)

[
∂2l(y; θ∗

t+1)
]
(θ∗

t+1 − θt) (16)

(15)式は 0 であり Ep̂(y;θt+1)

[
∂2l(y; θ∗

t+1)
]
は漸近的に

−GY (θt+1) と等しく θ∗
t+1 は θt+1 を中心に，分散行

列が GY (θt+1)−1/N ′ の正規分布に従う．したがって，
θ̄t+1 の分散行列は，GX

−1GY (θt+1)GX
−1/N ′ 程度で

ある．


