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今日の話題

• 従来の統計的言語モデル

– 目標：真の単語出現確率を一つだけ推定する
• ex. １９９９年の言語処理学会チュートリアル

• トピックに基づく統計的言語モデル

– 前提：単語出現確率は変動する
　　　　（変動の要因をまとめてトピックと呼ぶ）

– 目標：確率の変動を追跡

– 枠組み：ベイズ統計（事前分布→事後分布）

• 単語出現確率（変動）の事前分布

• 変動のレベル（単語レベル？文書レベル？）

UM
DM
PLSI
LDA

・局所的モデル
・文の確率

・大域的モデル
・文書の確率

[山本 1999]

HDP



音声関係学会における
統計的言語モデル関連論文数

Eurospeech



概要　1/2

• 単語出現確率の変動

• 統計的言語モデルとn-gramモデル

– Noisy Channel Models
– 統計的言語モデルとは？

– パラメータ推定

• トピックに基づく言語モデルの概要

– 局所的「文」モデルから大域的「文書」モデルへ

– 枠組み：ベイズ統計学



概要　2/2

• トピックに基づく言語モデルの具体例

ユニトピック マルチトピック

PLSI

LDA

（Probabilisitic LSI）

（Latent Dirichlet
　　　　　　Allocation）

（３）

（４）

パラメトリック

パラメトリック
ベイズ

UM

DM

（Unigram Mixtures）

（Dirichlet Mixtures）

（１）

（２）

DPM, HDP
（Dirichlet Process Mixtures,

Hierarchical Dirichlet Process）

（５）ノンパラメトリック
ベイズ

※本チュートリアルではEMアルゴリズムやMCMC等の

　　計算アルゴリズムは原則扱わない。モデルの考え方中心。
（１）（２）...の順番



単語出現確率の変動

• トピック

• 変動の例
– 文書の種類, 分野, 時期

– キャッシュ（繰り返し）

– トリガー（共起）, ３単語の共起



トピック

• 単語出現確率は（激しく）変動する [Church&Gale 1995]

– 要因
• 分野, 話題（Topic）, 時期

• 文書, 章, 節, 段落

• 文体, 著者, 想定する読者, 言語, 地方

まとめて 「トピック」 と呼ぶことにする



出現確率の変動: 文書の種類

　　　　　Source　　　　　　　　 Frequency /106words

Department of Energy Abst. 41
Groliers Encyclopedia 64
Federalist papers 287
Hansard 1072
Harper & Row Books 1632
Brown Corpus 1645
Wall Street Journal 5600
Associated Press 1990 10040

[Church&Gale 1995]より引用‘saidsaid’の出現回数



出現確率の変動：分野
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出現確率の変動：時期
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出現確率の変動： キャッシュ

同じ単語が再び出現する確率
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出現確率の変動： トリガー or 共起
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３単語共起：　電話　日本　携帯

0

• 毎日新聞1999年版
• 対象３単語：電話・日本・携帯
• ３単語のうち少なくとも１つは出現する

記事を探す

•３単語の出現割合にしたがってプロット
　（ただし、出現割合にガウスノイズ付加）

 0

 0.2

 0.4

 0.6

 0.8

 1

 0  0.2  0.4  0.6  0.8  1



統計的言語モデル & n-gramモデル

• Noisy Channel Models
• 統計的言語モデルとは？

• パラメータ推定



統計的言語モデル

• 任意の文・文章 W の確率を与えるモデル: P(W)
• Noisy Channel Model による音声自然言語処理の基本

– 音声認識, 統計的機械翻訳,    情報検索,     スペルチェッカ

処理結果として文・文書を出力するシステムに使うことができる。

Noisy channel
テキスト

音声, 異言語テキスト
誤りを含むテキスト,
質問

推測

O

ˆ arg max ( | )

arg max ( | ) ( )
W

W

W P W O

P O W P W

=

=

( | )P O W

( )P W
[Bahl et al. 1983],    [Brown 1993], [Ponte&Croft 1998],  [Church&Gale1991]

W



統計的言語モデルの利用

音声認識 統計的機械翻訳

入力：○×＠△＠□！入力：

ドジャース
の

一浪

が

マリネ
チーズ

ニッチマリナーズ に

イチロー を

尤度

t

音響モデル 翻訳モデル

「マリナーズのイチローを...」
言語モデル 正確な並び替え

正確な語の選択



言語モデルが与える確率例

• 同じ文字集合を使った文（文字列）の確率

　　P（成長の可能性はあるという）＝ 7.7×10-14

　　P（あるという成長の可能性は）＝ 9.4×10-17

　　P（ある成長というのは可能性）＝ 8.7×10-19

　　P（可能とは成長性のあるいう）＝ 3.6×10-21

　　P（のはある能性という可成長）＝ 2.3×10-33

　　P（ある能いの成う性と可長は）＝ 3.9×10-51

モデル： 新聞記事４年分で学習した文字trigramモデル
　　　　　　　　　　　　　　　　　　　　（backoffスムージング）



n-gramモデル

w = 「外, は, 闇, だ」

• Trigramモデル

P(w) = P(外| #, #) P(は| #, 外) P(闇|外,は) P(だ| は,闇)

• Bigramモデル

P(w) = P(外| #) P(は|外) P(闇|は) P(だ|闇)

• Unigramモデル

P(w) = P(外) P(は) P(闇) P(だ)　　← 多項分布

（文頭記号）

標準的な教科書は[北 1999]



同音異義語スペルチェッカ

• 「方法を実効する」 n-gramモデル

P（～を実行する）＞P（～を実効する）？
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同音異義語：764組1689語

テスト
データ：毎日新聞2000年版
加工：同音異義語に
　　　　1%の誤りを混入.
測定性能：誤り検出率

[三品他2004]



確率論と統計学

標本(Sample)
標
本
抽
出

パラメータ
母集団分布

統計量(Statistic)

標本分布(Sampling Dist.)
確率論

deduction

標本を要約した量
（標本から計算可能）

母集団分布から演繹的に
求まる統計量の分布

(Population Dist.)

統計学

induction

θ

母集団(Population)



多項分布
（Multinomial distribution）

• 一回の試行（結果はV種類：1～V）

– 結果1～Vが起きる確率：

• 多項分布（１）
– 上記の試行をN回行った場合、どの種類の結果が何回

起きたか（　　　　　　　　　　　）に対する確率

• 多項分布（２）

– 同様に、結果の列（　　　　　　　　　　　）に対する確率

1 2
1 2

1 2

!( ; , )
! ! !

Vyy y
Mul V

V

NP N
y y y

θ θ θ=y θ L
L

1 2, ,..., Vθ θ θ=θ
1

1
V

j
j
θ

=

=∑, ただし

1 2, ,..., Vy y y=y

( ,1) ( ,2) ( , )
1 2( ; , ) n n n V

Mul VP N θ θ θ= d d dd θ L
1 2, ,..., Nw w w=d

( , )n vd ：d中結果vの数

以下、こちらを使う



多項分布＝単語出現回数の基本分布

• V種の結果が生じる確率がθで与えられる試行
をN回行った場合、結果の列がdとなる確率

• V種の単語の出現確率をθとしたとき、長さNの

文書が　　　　　　　　　　　となる確率1 2, ,..., Nw w w=d

( ; , )MulP Nd θ

多項分布のパラメータθ＝Unigramモデル



代表的なパラメータ推定法

• モーメント法

– 方程式：　統計量＝標本分布のモーメント（平均など）

• 具体例：　標本平均＝母平均

• 最尤推定法

– データは確率が最大であったから手に入った
　　　　　データの確率（尤度）を最大とするパラメータに決める

• ベイズ推定法

– パラメータの事後分布＝事前分布＋データ

– 事後確率を用いた推論（例：予測分布）



トピックに基づく
言語モデルの概要

• 工学的な期待

– 文モデルから文書モデルへ

– 大域的情報による単語予測

• 問題の定式化

• ベイズ統計学



文モデルから文書モデルへ

• 文モデル：n-gramモデル

「一部 IT企業の不祥事が発覚した」

「 株安は短期間で回復した」

「キャッチャーとしてメジャーに初挑戦」

中確率

中確率

高確率

文書A

文書B

中
確
率

高
確
率

低
確
率

文書全体の整合性をモデル化• 文書モデル



大域的情報による単語予測

• wに当てはまる単語を入れよ。

例１ (1) w
　 　　(2) の w
　　　 (3) マリナーズの w
　 　　(4) 大リーグで激しい打率争いをしている

　　 　　 マリナーズの w

例２ (1) 不利益を被るのは個人w
　　　 (2) 株式市場に明らかな復調の兆しは見られ
　　 　　 ない。... 持ち合い株の解消売りも継続

　　 　　 しており...  不利益を被るのは個人 w



問題の定式化

• 文脈情報 d（単語列）

• 単語の出現確率 P(w|d)  （ ）

• 事前の知識

株式市場に明らかな復調の兆しは
見られない。... 持ち合い株の解消売り
も継続しており... 不利益を被るのは個人

予測

w

( | ) 1
w

P w =∑ d

d + 事前の知識　→ P(w|d)



解１：条件付き確率： big-gram

• ngramのnを大きく → d を直接モデル化

– パラメータ数 = Vn,　 V:語彙サイズ

– 例：

　　V= 60,000　かつ n=10 （本当は100くらいにしたい）

　　Vn = 60,00010 = 6.05×1047

V=60,000でn=3くらいがいまだ限界

P(w|d)



解２：条件付き確率 ：トリガー

• トリガーモデル（最大エントロピーモデル）

– dを単純化する

• wに影響を与える単語(トリガー)がd中にある／なし

[Rosenfeld 1996]

( | ) exp ( )i i
i

P w fλ 
∝  

 
∑d d 1,

( )
0 ,if


= 


d
if 履歴dに素性iがある,
others.

,

素性iの重み

・推定に必要な計算量膨大
・トリガーは２単語の長距離関係→ ３単語以上の関係は？

　（２単語でも膨大な組み合わせ）
・語の多義性（例：interest）

条件付き確率は融通がきかない

P(w|a, b) ∝ P(w|a)＋ P(w|b)



解３：ベイズ統計学　1/2
標本：文書標本

パラメータ

　　　

統計量D：文書中に出現した各単語の数

標本分布： 　 ex.多項分布

w→
θ

...
1     2    3                V

( | )P d θ
θが確率分布する

ベイズ統計学

θが確率変数だとすると、データdからθの確率分布を導ける

( | ) ( )( | )
( )

P PP
P

=
d θ θθ d

dベイズの定理 ( | ) ( )P P d∫ d θ θ θ

事前分布尤度

事後分布



解３：ベイズ統計学　2/2

( | ) ( )( | ) ( | ) ( )
( )

P PP P P
P

= ∝
d θ θθ d d θ θ

d

事前分布（知識）尤度モデル
この２つの組み合わせで
いろいろなモデルができるP（θ|d）の使い方：

　（１）期待値

　（２）最大値（MAP推定）

　（３）予測分布

( ' | ) ( ' | ) ( | )P P P d= ∫d d d θ θ d θ

ˆ max ( | )P=
θ

θ θ d

ˆ ( | )i i P dθ θ= ∫ θ d θ

( | )P θ d

θ

期待値

MAP
一点に要約

全域を利用



• 事前分布の設定問題（誰が事前分布を設定するのか？）

– 経験ベイズ (Empirical Bayes)
• データから事前分布の（ハイパー）パラメータを求める

• 積分計算問題（解析的に解けない）

– モンテカルロ法による近似的積分
• MCMC（Markov Chain Monte Carlo）, Gibbs

– 最適化による積分近似

• 変分ベイズ（変分近似＝変分法＋最適化）

• EPおよびその拡張

多くの概念が
物理学から

[Bradley et al. 2000]

[Gamerman 1997][伊庭他 2005]

[Jaakkola 2000]

Bayes統計学の問題と対処

（最近、MCMCのよさが注目され始めている）



経験ベイズ法

　　　　　 を

事前分布とする

• 経験ベイズ法
– 事前分布 をデータを用いて決定する

– データDの尤度
( | ) ( ; )

   ( , ; )

    ( ; )

P P d

P d

P

=

=

∫
∫

D θ θ τ θ

D θ τ θ

D τ

τの最尤推定が可能

経験ベイズ法

( ; )P θ τ

( ; )P θ τ

τ θ D

θを積分消去

( ; )P θ τ ( | )P D θ

( ; )P D ττ D



Steinのパラドックス　1/2

• 野球の打率の予測

– シーズン初期４５打席の打率（最尤推定量）

– これは最終打率の推定値としては信頼性が低い

– もっとよい推定法はないか？

• 縮小推定法

– 方法：他大勢の選手の４５打席の打率の平均に近づける

– 基本となる推定法を必ず改良することを理論的に保証

• Steinのパラドックス

– ある選手の打率予測に他の選手のデータを使うほうがよくな
るのは、素朴に考えるとおかしくないか？

注意：いいかげんに
　　　　近づけてもだめ

[久保川 2004]
[Efron&Morris1975]



Steinのパラドックス　2/2
• 縮小推定量　　は経験ベイズ!ˆ S
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データ（初期打率集合）で
事前分布を推定（経験ベイズ）

事前分布と各選手の初期打率を
用いて最終打率をベイズ的に予測

（これが縮小推定量になる）

μ

[Efron&Morris1975]

全選手の打率に関する事前分布
があるとする（ex. 正規分布）

P(pi)

pi→

......

４５打席



具体的な トピックモデル

Latent Dirichlet Allocation
Probabilistic LSI
マルチトピック

Dirichlet Mixtures
Unigram Mixtures

ユニトピック

ベイズ混合モデル

混合モデル

※混合モデルは、ベイズ混合モデルにおける事前分布を
　 離散分布としたモデルとみなすこともできるので、本稿
　 では非ベイズモデルもベイズの枠組みで扱う。



ポイント　1/2

• ５つのモデルにベイズ統計の枠組みを使うと、

– 事後分布＝事前分布＋尤度

– 尤度は同じものを使う（多項分布（unigram））

– ５つのモデルは事前分布が違うだけ

• 前半４つのモデル毎の説明・スライド

– 事前分布と考え方（文書の生成）

– 学習時：事前分布の設定→経験ベイズ

– 利用時：

• 文書確率

• 事後分布の期待値（大域的文脈情報による単語予測）



ポイント　2/2

UM

PLSI LDA

DM
よりよい事前分布

よりよい事前分布
よりよい近似法

ノンパラメトリック・ベイズパラメトリック

ユニトピック

？
事前分布の
事前分布

DPM or HDP

マルチトピック化



V次元単体： ( )V∆

1 2 1
( ) { ( , ,..., ) | 0, 1}V

V v vv
V θ θ θ θ θ

=
∆ = = ≥ =∑θ

0 1

1 V=2

線上

1θ

2θ

0
1

1 V=3

1

表面

1θ

2θ

3θ

V=4

三角錐の内部

0
1

1

1
1θ

2θ

3θ
3

4 1
1 vv

θ θ
=

= −∑
...

（最後のパラメータ　　は自由ではないので一般にはV-1次元単体という）Vθ



unigramモデルのパラメータ：φ

Δ（V）

θ

以下、何次元であろうと単体を
三角で表現することとする。

φ

＝ idθ ＝ 記事di毎のθ（相対出現頻度）



UM: Unigram Mixtures

[Iyer&Ostendorf 1999]
[Nigam et al. 2000]



トピックごとのunigramモデル母数： tφ

Δ（V）=政治

=スポーツ

tφ

tφ =経済tφ

= θ id



( ; , ) ( , )t t
t

P λδ=∑θ λ φ θ φUMの事前分布

Δ（V）

=3

=1

=2

tφ

tφ
tφ

λ1

λ2 λ3

Dirac’s delta
0,     if ,

( , )
,    other.

( , ) 1.

t
t

t d

δ

δ

=
= ∞

=∫

θ φ
θ φ

θ φ θ

id= θ

（本当は各縦棒は無限大の長さ）



UMの概要

• モデルの考え方

（１）確率λtでトピック t が選ばれる

（２）トピックtのunigramモデル　　を使って単語wの集

合である文書 d が生成される（多項分布）

w
N

D

＝確率変数 ＝M回繰り返し x→y ＝ 「yはxに依存」

θ

tφ

φ

λ t

M



経験ベイズ：UM

• 事前分布

• 各文書データの確率（尤度）

( ; , ) ( , )t t
t

P λδ=∑θ λ φ θ φ

( , )

( , )
,

( ; , ) ( | ) ( ; , )

( , )

Mul

n d v
v t t

tv

n d v
t t v

t v

P P P d

dθ λδ

λ ϕ

=

  
=   

  
=

∫

∑∏∫

∑ ∏

d λ φ d θ θ λ φ θ

θ φ θ

( , )n vd :文書d中の
単語vの数

最尤推定
（EMアルゴリズム）



経験ベイズ：UM　図解

Δ（V）

=3

=1

=2

tφ

tφ
tφ

λ1

λ2 λ3

id= θ

・ クラスターを見つけ、クラスター中心を　　とする
・ クラスターの大きさに応じて　　を決める

tφ
λt



推論: UM

• 文書確率：

• 文書データの一部（履歴）hを見た後のθの予測：

　　　　　　　　　　　　　　　　　　　　　　　（事後分布の期待値）

( , ')
, , '

'
( , ')

, '
'

,

,

( | ) ( )ˆ ( | )
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∏
∑ ∏
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( , ) ( , )
, ,( ; , ) maxn v n v

t t v t t vtt v v

P λ ϕ λ ϕ= ≈∑ ∏ ∏d dd λ φ

tによって何桁も

値が違う

あるt’のwt’のみ約１
で他のwtは約0arg max tt

t w′ =

ユニトピックモデルだから当然



図解：文書確率・単語予測

文書dの相対頻度
Δ（V）
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DM : Dirichlet Mixtures

[貞光他 2005]



Unigram Mixturesの拡張１

• UMの事前分布

– 　　：各トピック下の単語出現確率は一定と仮定

• 実際には点ではなく点のまわりにばらつく

– 　　～ディリクレ分布　:　混合ディリクレ分布

tφ

tφ
Dirichlet Mixtures（DM）

DM
UM



UMとDM

• UM
文書レベルの有限混合モデル

（事前分布＝有限離散分布）

w
N

D

θ
φ

λ
t

( , )
,1 1

( ; , )

   VT n v
t t vt v

P

λ ϕ
= =

=∑ ∏ d

d λ φ

（事前分布＝連続分布）

• DM 文書レベルの無限混合モデル

α
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N
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λ
t θ
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1
1
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( | )

( )
v

Vvv
Dir vv
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P αα
θ

α
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=

Γ
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Γ
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θ αDirichlet分布

２変数（ベータ分布）：
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( ; , ) ( ; )t Dir t
t

P Pλ=∑θ λ α θ αDMの事前分布：

1 2

1 2

1 2

( , ,..., )
( , ,..., )

( , ,..., )

T

t t t tV

T

α α α
λ λ λ

=
=

=

α α α α
α
λ

1 1( ; )DirPλ θ α

2 2( ; )DirPλ θ α

3 3( ; )DirPλ θ α

実際に推定すると文書モデルとしては上に凸でなく下に凸の場合が多い



分布例とディリクレ分布

全国
活動

企業
 0

 0.2

 0.4

 0.6

 0.8

 1

 0  0.2  0.4  0.6  0.8  1

ディリクレ分布‘+’：記事中の相対頻度
　　　　（ノイズを加えてある）



経験ベイズ：DM　1/2

各データ（文書）dの確率（尤度）：

1

1

1

( ; , ) ( | ) ( | )

( | ( , ))
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T
t Dir t Mult

T
t Dir t tt

T
t Polya tt
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vt tv

s n vP
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α
α=

Γ Γ +
=
Γ + Γ∏ dd α

d

・Polya分布
・多変量負の超幾何分布
・Dirichlet-Multinomial分布

いろんな名前 | | ( , )
t tvv

v

s

n v

α=

=

∑
∑d d



経験ベイズ：DM　2/2

• データ（文書集合） 　　　　　　　　 の尤度の最大化

　　

• アルゴリズム

– [Sjolander et al. 1996] → ニュートン法＋EM　

• （尤度はPolya分布を使っていない）

• 収束しない場合がある, 計算時間が膨大

– [貞光他2005][Minka 2003] 
→ leaving-one-out尤度 [Ney el al. 1997] [Minka 2003]

＋ニュートン法の改良[Minka 2003]＋EM
• 収束する, 高速

{ }( | , ) ( ; )t Polya i tt
i

P Pλ= ∑∏D α λ d α

1 2, ,..., D=D d d d



経験ベイズ：DM　図解

1 1( ; )DirPλ θ α

2 2( ; )DirPλ θ α

3 3( ; )DirPλ θ α

1 2( , ,..., )t t t tVα α α=α・ クラスターを見つけ、クラスターをパラメータ　　
　のPolya分布でモデル化
・ クラスターの大きさに応じて　　を決めるλt



推論: DM

• 文書確率

( ; , ) ( ; ) max ( ; )t Polya t t Polya ttt
P P Pλ λ= ≈∑d α λ d α d α

• 文書データの一部（履歴）hを見た後のθの予測

　　　　　　　　　　　　　　　　　　（事後分布の期待値）

( | ) ( )ˆ ( | )
( | ) ( )

( , )
| |

v v v

tv
tt

t

tt

P PP d d
P P d

n vC
s
C

θ θ θ

α

= =

+
+

=

∫ ∫ ∫
∑

∑

h θ θθ h θ θ
h θ θ θ

h
h

( ; )

| | ( , )

t t Polya t

t tvv

v

C P

s

n v

λ

α

=

=

=

∑
∑

h α

h h



DMはCacheモデル!

'

'

( , )
| | ( , )ˆ

| |

tv
tt

t t v
v

t tt

n vC
s n v
C s

α
αθ

+
+ +

= ≈
+

∑
∑

h
h h

h

UMと同じ話

arg max tt
t C′ =ただし

履歴中に単語vが出ればでるほど（n(h,v)）、　　は大！
　　　はあるトピックt’のもとで、単語vの履歴中の頻度
n(h,v)に従い単語vの確率をどの程度に変更すれば

よいかを制御するパラメータと解釈できる。

't vα

（後半の実験結果を参照。）

v̂θ
DMはCacheモデル！

特
徴

弱
点

ユニトピック：　単語の共起性についてはトピックの
識別により離散的にモデル化しているのみ。h中の他の

単語からは直接の影響は受けない。



図解：予測

文書dの相対頻度
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DMがモデル化したトピック
1999年毎日新聞 98211記事, 20k単語, 10混合

普通のunigram確率から変化の大きかった上位10単語

次元１：遊ゴロ, 逃げ切っ, 逃げ切り, 勝ち進ん, 乱調, ストレート勝ち, 加点, 和喜, 拙攻, 侮れ

次元２：公益社, 喪主, 告別, 斎場, 高生, 心不全, 貞二郎, 肝不全, 数次, じん不全

次元３：現住, 西署, 致死傷, 有印, 焼死体, 銃刀, 不定, 署, 致傷, 軽傷

次元４：デイキャッチ, 日本原子力発電, ジェー, 産科, シー, アミロイド, 
　　　　　インフォームド・コンセント, 微量, 内臓

次元５： kyouiku, 本欄, このごろ, 悲しく, 寂しく, お宅, 共働き, 題字, 大笑い, なー

次元６：見識, 指弾, 論じる, イデオロギー, 断じて, 角栄, 変えれ, 曲がり角, 良識, 論調

次元７：日産ディーゼル工業, 続伸, 堅調, フォード・モーター, 日本興行銀行, 銀行株, 
　　　　　全日本空輸, 帝国データバンク, ホールディングス, 克信

次元８： 配役, 滅ぼさ, 描き出す, 好演, 悪党, 定休, 詩情, 役柄, 情感, 筆到

次元９：鉄三, 武法, 裕久, 行彦, 喜朗, 弘治, 民輔, 政審, 要一, 孝弘

次元１０：シャナナ, インタファクス通信, 全欧, スカルノプトリ, 新華社通信, 北大西洋,
　　　　　　タス通信, 弾道弾, ユーゴスラビア, タルボット



PLSI: Probabilistic LSI
Latent Semantic Indexing
（特異値分解による次元圧縮）

（or PLSA = Probabilistic Latent Semantic Analysis）

[Hofmann 1999] 
[Gildea&Hofmann 1999]



Unigram Mixturesの拡張２

• Unigram Mixtures = ユニトピックモデル

– 文書ごとに確率λtでトピックを選ぶ

• マルチトピックモデル → PLSI, LDA
– 文書ごとにトピック確率　 を選び

– 単語ごとに　　でトピックが選ばれる

( , )
,1 1

( ; , ) VT n v
t t vt v

P λ ϕ
= =

=∑ ∏ dd λ φ

{ } ( , )

,11
( ; , )

n vV T
t t vtv

P λϕ
==

= ∑∏
d

d λ φ

tλ
λ



UM と PLSI　1/2

• UM 文書レベルの混合モデル

w
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θ
φ

λ
t ( , )
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( ; , )

   i

i
VT n v

t t vt v

P

λ ϕ
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入れ替える

• PLSI
単語レベルの混合モデル

di
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UM と PLSI　2/2

1t=φ

2t=φ

3t=φ

t=φ

t=φ
t=φ

政治

スポーツ

経済

tφ ：クラスター中心 tφ ：sub-simplexのエッジ

dλ

　　が張る
sub-simplex
φ

役割は異なる

PLSIMU
{ } ( , )

,11

in vV T i
t t vtv
λ ϕ

== ∑∏
d



PLSIモデルの事前分布

[Girolami&Kaban 2003]
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=∑θ φ
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経験ベイズ: PLSI　1/2
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定数



経験ベイズ: PLSI　2/2
( , )
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EMアルゴリズム

弱点：　データ数に比例して　　（パラメータの一部）が多くなる
Dλ
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推論: PLSI

• 文書確率
– 基本的に計算できない（LDAと同様な計算が必要）

• 文書データの一部（履歴）hを見た後のθの予測
( , )

1 2 ,1
( , ,..., ) arg max

n v
V

T t t vv
t

λ λ λ λ ϕ
=

 
= =  

 
∑∏

h

λ
λ

,v t t v
t

θ λ ϕ=∑
これは　　　からKL距離
最小となるsub-simplex
の点へマップするλを
求めていることと等しい

hθ

[Hofmann 1999]

sub-simplex

θ

hθ
θ

sub-simplex上にも起こりやすい点と

そうでない点があることを考慮していない。

弱
点



図解：予測

事後分布

h

事前分布
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PLSIがモデル化したトピック
1999年毎日新聞 98211記事, 20k単語, 10混合

普通のunigram確率から変化の大きかった上位10単語

次元１：アメリカンフットボール, 新庄, ラグビー, 準々, 終盤, オールスター, 競技, 
天皇杯, 持ち味, 球団

次元２：申し込み, ホール, 遺志, はがき , 消印, 会館, 告別, 喪主, ワッハ, 公益社

次元３：此花, 失跡, 課, 供述, 罪, 不定, 検察, 起訴, 無罪, 同署

次元４：摘出, 体内. 感染,  物質, アルツハイマー, 耐性, 脳波, 精巣, 胚, 卵子

次元５：あんた, 冷たい, ママ, 祖母, ええ, 先日, なあ, 蒙, 通有, あたし

次元６：覆わ, 両側, 運行, シャトル, ヘクタール, ウオーク, 水中,  海中, レジャー, 売店

次元７：エレクトロニクス, 三和, 年度末, 会計, 既存, 顧客, 住友銀行,  住友, 還付, 含み損

次元８：エンターテインメント, 主題歌, スタジオ, 堪能, 美し, 旬, コンセプト, いやす,
　　　　　スティーブン, ステージ

次元９：閣議, 正副, 再選, 選, 自民党, 官房, 党内, 自由党, 民輔,  府連

次元１０：米兵, 朝鮮民主主義人民共和国, 平和, 任務, 断固たる,  紛争, ミサイル,
　　　　　対空, タルボット, モンテネグロ



LDA: Latent Dirichlet Allocation

[Blei et al. 2003]



PLSI と LDA

• PLSI
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• 文書ごとにトピック確率が決まっている
• 単語ごとにトピックを選ぶ

• LDA
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める
• 単語ごとにトピックを選ぶ
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LDA:      の事前分布λ

の事前分布：ディレクレ分布λ

{ } ( , )

,11
( ; , )

in vV Ti i
PLSI i t t vtv

P λ ϕ
==
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d

d λ φ

( ; , ) ( | , ) ( ; )i PLSI i DirP P P d= ∫d α φ d λ φ λ α λ

EMアルゴリズムも使えない

変分ベイズ

MCMC

文書di毎に　　を設定しない

ロバストなモデル

iλ

[Blei et al. 2003] [上田 2002] [上田2003]



推論: LDA

• 文書確率：変分近似が必要

• 文書データの一部（履歴）hを見た後のθの予測

– λの事後分布の変分分布による近似

– よって、事後分布の変分近似後に以下のようにθを求める

( ; , ) ( | , ) ( ; )i PLSI i DirP P P d= ∫d α φ d λ φ λ α λ

( | ; , ) ( ; )DirP P≈λ h α φ λ γ
（変分近似で最適近似

　となる　　を求める）γ

( )
( )

,

, ,

ˆ ( | ) ( | )

( | )

v v t t v Dirt

t
t Dir t v t vt t

tt

P d P d

P d

θ θ λϕ

γλ ϕ ϕ
γ ′′

= =

= =

∑∫ ∫
∑ ∑∫ ∑

θ h θ λ γ λ

λ γ λ

[三品&山本2004]

[Blei et al. 2003]

[Blei et al. 2003]



図解：予測

事前分布

h

事後分布

事後分布の平均（期待値）

,
ˆ t
v t vt

tt

γθ ϕ
γ ′′

≈ ∑ ∑
事前分布の平均



PLSIによる言語モデル
[三品&山本2004]

大成功

大失敗
PLSIのPPと
unigramモデル
のPPの比

（小さいほど
PLSIがよい）

学習データ：毎日新聞1999年版, 20k語彙,100混合
テストデータ：毎日新聞1998年版, 495記事



（擬似）LDAによる言語モデル
[三品&山本2004]

安定して改善



トピックモデルのまとめ

UM
DM

よりよい事前分布

ユニトピックモデル

LDAPLSA

マルチトピック化

よりよい事前分布
よりよい近似法



性能比較と応用

• パープレキシティによる比較
• マルチトピック文書
• キャッシュモデル
• 音声認識
• スペルチェッカ



パープレキシティ

• 統計的言語モデルの代表的評価指標

– 考え方

• よい統計的言語モデルは正しい文に高い確率

• ある正しい文からなる文集合（テストセット）の確率で比較

• １単語当りの平均確率の逆数（小さいほど高性能）

– 直感的な意味

• 次単語候補を絞り込む力
– モデルがない場合：　PP=語彙サイズ

– モデルが強力だと小さくなっていく

1

( ) NPP P
−

= D
D: テストセット
N: テストセット中の全単語数



性能比較: パープレキシティ 1
[貞光 2006]

６万語彙, 学習：毎日新聞１年分, テスト:毎日新聞1998年版495記事

混合数

DM LDA

UM

PLSI

学習：新聞記事１年分



性能比較:パープレキシティ 2
[貞光 2006]

６万語彙, 学習：毎日新聞５年分, テスト:毎日新聞1998年版495記事

混合数

学習：新聞記事５年分

 

DM LDA
UM

PLSI



マルチトピック文書
[貞光 2006]

• いくつかの記事をまとめて一つの文書とした場合のPP

 650
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 1050

 1100

 1  10  100  1000

100混合, 6万語彙, 学習：毎日新聞1999年版, テスト:毎日新聞1998年版の記事より



DM+cache ≒ DM ≒ LDA+cache
[中里他 2005]

基本モデル：trigramにunigram-rescaling法でDMまたはLDAを統合

Cacheモデル:
履歴hでngram
モデルを作成

その他のモデルと
線形補完

[Kuhn&de Mori 1990]

rescalingモデル
[Gildea&Hofmann1999]

Bigram-cache, 60k語彙, 学習データ：新聞記事5年分, openテストデータ：15記事



記事読み上げ音声認識
[中里他 2005]記事全体で尤度を最大化する

DMが安定して高性能 キャッシュ機能が有効

語彙サイズ６万
学習データ
　毎日新聞５年分

テストデータ
　JNAS記事読上音声
　（１５記事, 男女各１名）



同音異義語スペルチェッカ

異なる単語の共起
モデル化性能が重要

Trigram+LDAが高性能 ～を移す vs. ～を写す

 0
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 0.4

 0.5
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 0.8
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 0.84  0.86  0.88  0.9  0.92  0.94  0.96  0.98  1

Trigram+LDA

Trigram+DM

Trigram

再現率：９０％

適合率：

Trigram 60%

Trigram
+       75%
DM

Trigram
+　　 80%

LDA



言語横断モデル

400

450

500

550

600

650

1 10 100 1000

混合数

P
e
rp

le
xi

ty

LDA

CL-LDA

DM, CL-DM

学習データ：　日英翻訳記事７万記事（各言語６０万文）
モデル：　LDAとDMを語彙日英各３万単語（計６万単語）として作成

テストデータ：　２５０記事（オープン）

LDA, DM →　日本語記事に対するPerplexity
CL-DM, CL-LDA → 英語記事で適応後（事後分布→事前分布）に、
　　　　　　　　　　　　　 日本語記事に対するPerplexityを計算



Dirichlet Process Mixtures: DPM
Hierarchical Dirichlet Process: HDP

Nonparametric Bayes

[Jordan 2005]
[Teh et al. 2004]



ノンパラメトリック・ベイズ

• トピック数T の決定（モデル選択の問題）

– Development test-set, または交差検定

– AIC, BIC, MDL,...
– アンサンブルモデル

– P(m=T | D)を評価

• ノンパラメトリック・ベイズ
– 確率分布Gの事前分布

• すなわち、確率分布Gは確率変数！

– Gの値としての分布のパラメータ数すら決まっていない

Gが離散分布の場合の
代表的分布: DP
（Dirichlet Process）

別の方法



DP: Dirichlet Process　1/2
[Ferguson 1973][Teh 2004] [古澄 2005]

　確率分布G0が定義された可測空間(Ω, B)を考える。αは正
の実数とする。このときランダムな確率分布Gに対して, Ωの
任意の分割A1,...,Am（つまり　　　　　　　　　　　　　　　　 ）を考
えたとき, (G(A1),...,G(Am))がパラメータ (αG0(A1), ..,αG0(Am))
を持つディリクレ分布にしたがうとき, Gをディリクレ過程である

という。

1
, , m

i i j ii
A A A Aφ

=
∈ ∩ = = ΩUB

全事象, ボレル集合族定義： 0( , )G DP Gα:

可測空間？？
→　ルベーグ積分

（ちょっと難しい）

もっと分かりやすい
言い換えが必要！



DP: Dirichlet Process　2/2

G0はGの平均を表す
0[ ( )] ( )E G G=θ θ

0G

G

θ

0( , )G DP Gα:

Gθ :

α A random
probability measure 0 0(1 ( )) ( )[ ( )]

1
G GVar G
α

−
=

+
θ θθ

αはGの分散を決める
[古澄 2005]

もっと分かりやすい言い換えが必要！ [Teh 2004]

（Ｑ１）Gはどのような分布？
（Ｑ２）Gからのサンプルは？
（Ｑ３）Gを使ってトピックモデルは作れるか？



Ｑ１：Gはどのような分布？
[Sethuraman 1994]

• Gは以下の離散分布になる

1
( , )t t

t
G λδ

∞

=

=∑ θ φ

G0からのサンプル
1

1t
t
λ

∞

=

=∑

　　だけに集中した分布
（　　以外では確率０）

tφ
tφ

θが確率変数

G0(θ)

θ

θ

あるG(θ) → 和は１

∞個



Ｑ２：Gからのサンプルは？ 1/2

[古澄 2005][Escobar 1994]
[Blackwell&MacQueen 1973]

1 2 1

,
( | , ,..., )   

.
j

i j i

n
P

α−


= ∝ 


θ φ θ θ θ

(1)の場合、以前出現した　 　が再び選ばれる。
(2)の場合、新しい　　がG0からサンプリングされる。

（　　がすでに出現）（1）

（新しい　　）　　　　 （2）

jφ

jφ

　　　　　　の中で　　と
同じ　　が現れた回数

0G

G

θ

α

1 1,..., i−θ θ jφ
kθ

jφ
jφ

[Gからのサンプル（事前分布）]



Ｑ２：Gからのサンプルは？ 2/2

CRP: Chinese Restaurant Process [Aldous 1985]

客　　が中華料理屋に来たとき、
　(1) すでに客がいるテーブルに座って、同じ料理を食べる、
　(2) 新しいテーブルに座って、新しい料理を注文。

(2)
iθ

1 2 1 .i j i α− 


(1),
( | , ,..., )   jn

P


= ∝θ φ θ θ θ

客　　が個々のデータ
料理が
テーブルがクラスター

jφ
iθ

3φ
5θ

4θ
1φ1θ

3θ 6θ

テーブル

1 3 6 1  = = =θ θ θ φ

2φ
2θ

データ数と共にテーブルも増えてくる！

DPはクラスタリングのモデルである



Ｑ３：Gを使ってトピックモデルは作れるか？　1/3

• DPM: Dirichlet Process Mixtures
– Gからサンプルされたパラメータθで決まる分布F(θ)に、実

際のデータwが従うモデル

0G

G

θ

0( , )G DP Gα:

1
( , )t t

t
G λ δ

∞

=

=∑θ θ φ:

w
( )w F θ:

α
可算無限の混合モデル
と解釈できる

有限混合モデルを
拡張できる？



Ｑ３：Gを使ってトピックモデルは作れるか？　2/3

• DPM: Dirichlet Process Mixtures
– 無限混合モデルへの拡張

• 指数分布族分布の混合モデル
– Infinite Gaussian Mixture Model [Rasmussen 2000]

• Unigram Mixtures
– 多項分布の無限混合はうまくいかないらしい？

• Dirichlet Mixtures
– Polya分布の無限混合モデル [持橋&菊井 2006]

• PLSI&LDA？

次ページ



Ｑ３：Gを使ってトピックモデルは作れるか？　3/3

• DPMではLDAをモデル化できない

θ

θ

11 12 13, , ,...θ θ θ

文書１

21 22 23, , ,...θ θ θ

文書２

θ
g1 g2

G0(θ)
0G

G

θ

w
N

D

文
書
毎
に
Ｇ
を

サ
ン
プ
リ
ン
グ

α

単
語
毎
に
θ
を

サ
ン
プ
リ
ン
グ

G0が連続分布だとg1,g2,...は
同じθ（トピック）を共有できない！



Hierarchical DP
[Teh et al. 2004]

• 文書間の　 に関連がない → 関連を与えたい

– G0が連続分布だとGの値（特に　　）

が同じになる可能性はゼロ

– G0が離散分布だとよい

• DPは離散分布の事前分布！

– とすればよい

• Hは連続分布でもよい

tφ
tφ

0 ( , )G DP Hγ:

0G

α iG

θ

H

γ



CRF: Chinese Restaurant Franchise
• 中華料理屋フランチャイズ（基本メニューは同じ）

・客が既にいるテーブルに座って同じ料理を食べる。
• たくさん客がいるテーブルの料理は人気がある

・新しいテーブルで、店のおすすめ料理を食べる。
• 店のおすすめ料理は他のテーブルの人気で決まるが、

稀に新しいおすすめ料理をフランチャイズ開発部に依頼

1φ 2φ11θ

21θ
1φ2φ 4φ

5φ

1φ

12θ
13θ

14θ 15θ

22θ 23θ24θ
25θ 26θ

0G

α
iG

θ

H

γ

　　　 料理→トピック

レストラン→文書
　　　　 客→単語（出現確率）

HDPによるLDA

・フランチャイズ料理開発部のおすすめ料理は全店

　での人気で決まるが、稀に新しい料理を開発する。



HDPの適用例： LDA
[Jordan 2005]• LDAにはHDPがぴったり

θ
H

iG

θ

w
N

D

α θ

11 12 13, , ,...θ θ θ

文書１

21 22 23, , ,...θ θ θ

文書２

同じ　　（同じトピック）θ

θ

θ

g1 g2

0G

H
0Gγ



HDPの適用例： LDA　２

α iG

θ

w
N

D

• LDAにはHDPがぴったり H

11 12 13, , ,...θ θ θ

文書１

21 22 23, , ,...θ θ θ

文書２

g1 g2

[ 改良版 ]

0G

H

γ

0G

同じ　　（同じトピック）θ



推論：HDP　　MCMC

• Monte Carlo法
– 分布Fの性質を調べたいとする

• 例えば、平均

– 分布Fに従う大量のサンプルが

あれば、サンプルを使って様々
な性質が調べられる。

• 例えば、サンプルの平均

• MCMC
（Markov Chain Monte Carlo）

– 事後分布のサンプルを
生成する一般的な枠組み

θ

( | )P Dθ
複雑で解析的には
平均μも求まらない

から

サンプリング

( | )P Dθ（高い確率を持つθ
近辺のサンプルは
密度が高い）

θ
:θのサンプル

サンプルをたくさん得ることができれば
サンプル平均は事後分布の平均！

[Garmerman 1997] [伊庭 2005]

μ^



推論：HDP-LDA

• DPMの事後分布サンプリング（＝CRP）

• HDPの事後分布サンプリング（＝CRF）

– DPMの場合とほぼ同じ。

– ただし、おまかせ料理（新しいトピックの導入）の場
合には、親プロセスDP(γ,H)から料理（トピック）を

導入する。

1 1 1 1

1 1

( | ,..., , ) ( , | ,..., )
                             ( | )P( | ,..., )

i i i i

i i i

P P
P

− −

−

∝
∝

θ θ θ d θ d θ θ
d θ θ θ θ

新しい料理：G0と尤度（ 　　）が考慮される( | )iP d θ



HDP-LDAのサンプリング

w11, w12, w13, ...

w21, w22, w23, ...

w31, w32, w33, ...

コーパス

(1) (1) (1)
11 12 13, , ,...θ θ θ
(1) (1) (1)
21 22 23, , ,...θ θ θ
(1) (1) (1)
31 32 33, , ,...θ θ θ

(1) (1) (1)
1 2 3, , ,...φ φ φG0のサンプル:

G1のサンプル:

G2のサンプル:

G3のサンプル:

サ
ン
プ
ル
（
１
）

サンプル（１）全体で一つのLDAモデルになっている

(2) (2) (2)
11 12 13, , ,...θ θ θ
(2) (2) (2)
21 22 23, , ,...θ θ θ
(2) (2) (2)
31 32 33, , ,...θ θ θ

(2) (2) (2)
1 2 3, , ,...φ φ φG0のサンプル:

G1のサンプル:

G2のサンプル:

G3のサンプル:

サ
ン
プ
ル
（２
）

(3) (3) (3)
11 12 13, , ,...θ θ θ
(3) (3) (3)
21 22 23, , ,...θ θ θ
(3) (3) (3)
31 32 33, , ,...θ θ θ

(3) (3) (3)
1 2 3, , ,...φ φ φG0のサンプル:

G1のサンプル:

G2のサンプル:

G3のサンプル:

サ
ン
プ
ル
（３
）



実験

• [Teh et al. 2004]より

– 学習・テストデータ（10-fold交差検定）

• A corpus of nematode biology abstracts
– 5,838 abstracts, 476,441単語（語彙サイズ=5,699）

– テストセット・パープレキシティ
• LDAの混合数を変化させて実験

• HDPはMCMC

– HDPのT に関する事後分布

• T =60～70が高い確率
（LDAは50～80の混合数で最高性能）

LDAの最高性能と
HDPは同じ

HDPはLDAの最適な混合数を正しく見積もっている！

データの大きさ
データの複雑さ に応じて自動的

　　　　　　に決まる



LDAのベストの混合数を

うまく推定しているのは何故？

• 絶対値はたまたま？

– 事前分布のハイパーパラメータにもちろん依存する

• しかし、

– 十分に許容範囲の広い事前分布

• データが自ら語る

– DPのよい性質

• データが多くなると新たなテーブル・料理が用意される確
率が低くなる（パラメータはlog Nのオーダー）

• 新しいデータが複雑だと（新しいテーブルを使った方が尤
度が高くなる）、テーブルはどんどん増えていく



まとめ 1/2

• 従来モデル：真の出現確率をただ一つ推定する

• トピックモデル：出現確率の変動を捕らえる

– ユニトピックモデル
• Unigram Mixtures: 基本的なトピックモデル

• Dirichlet Mixtures: キャッシュモデル

– マルチトピックモデル
• Probabilistic LSI: 非生成モデル, 過適応

• Latent Dirichlet Allocation: 生成モデル, ロバスト

– ノンパラメトリックベイズ
• Dirichlet Process Mixtures
• Hierarchical Dirichlet Process（HDP-LDA）



まとめ　2/2

UM

PLSI LDA

DM
よりよい事前分布

よりよい事前分布
よりよい近似法

ノンパラメトリック・ベイズパラメトリック

ユニトピック

？
事前分布の
事前分布

DP or HDP

マルチトピック化



応用

• 統計的言語モデル

– 「文」を出力する応用一般に使える可能性

• トピックに基づく統計的言語モデル

– 「文書」を出力する応用一般に使える可能性

– これまで文単位で処理したしていたシステムの拡張

• 音声認識、統計的機械翻訳、形態素解析

– もともと文書で行っていたシステムへの応用
• スペルチェッカ、情報検索、WSD、文書クラスタリング
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